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Аннотация

Рассматривается задача пополнения обучающей выборки. Имеются две раз-

меченные выборки объектов двух классов. Первая выборка эталонная, вторая

содержит неизвестную долю выбросов — объектов с неверной классификацией.

Исследование состоит в построении алгоритма, позволяющего очищать вторую

выборку от выбросов, для получения одной однородной выборки и повыше-

ния качества классификации. Предлагаются три метода: метод сближения AUC

двух выборок, метод сближения ROC-кривых и метод выделения объектов, вли-

яющих на переобучение. Исследуется обобщающая способность построенных

алгоритмов.

Ключевые слова: отсев выбросов, ROC-кривые, пополнение выборки,

Precision-Recall кривые.
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Введение

Актуальность темы. В задачах статистического обучения в области медицин-

ской диагностики может возникать проблема неоднородности обучающих выборок.

Например, в тех случаях, когда диагнозы в основном ставятся терапевтами, и лишь

для небольшой доли обследуемых диагнозы подтверждаются лабораторными и ин-

струментальными исследованиями. В этой ситуации и возникает задача пополнения

обучающей выборки.

Цель работы. Целью работы является нахождение вычислительно эффективного

способа очистки одной из двух размеченных выборок от выбросов. Ожидается, что

качество классификации при обучении на объединенной выборке, полученной в ре-

зультате пополнения первой выборки очищенной второй, будет выше по сравнению

с обучением только по первой.

Научная новизна. Предложены метод сближения ROC-кривых и метод выделе-

ния объектов, влияющих на переобучение, для очистки второй выборки от выбросов

в задаче пополнения обучающей выборки.

Практическая ценность. Разработан программный модуль, который

• проверяет однородность выборок;

• по первой выборке очищает вторую выборку от выбросов;

• пополняет первую выборку очищенной второй выборкой;

• визуализирует результаты.

Положения, выносимые на защиту: Для решения задачи пополнения обучаю-

щей выборки предложены:

• метод сближения ROC-кривых;

• метод выделения объектов, влияющих на переобучение.
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Апробация. Результаты работы докладывались:

• на 57-ой международной научной конференции МФТИ (24–29 ноября 2014 г.,

Москва-Долгопрудный-Жуковский);

• на Традиционной Школе «Управление, информация и оптимизация»

(14–20 июня 2015 г., г. Солнечногорск Московской области).

Обзор методов отсева выбросов. Проблема обнаружения и отсева аномальных

объектов (выбросов) возникает во многих задачах анализа данных, включая зада-

чи классификации в области медицинской диагностики. Статистические методы для

решения задачи отсева выбросов были предложены еще в 19 веке [1]. В связи с раз-

витием технологий для сбора данных и их организации (систематизации) данная

задача начала активно изучаться учеными в области компьютерных наук. За по-

следние двадцать лет было разработано множество новых методов. Среди последних

публикаций наиболее полный обзор по всем существующим методам сделан в [2,4,5].

Данные могут иметь метки, которые указывают является объект выбросом или

нет. Следует отметить, что определение таких меток требует больших усилий и за-

трат. И в зависимости от того, метки каких объектов доступны, выделяют три ос-

новных подхода к решению задачи отсева выбросов:

1. Обучение без учителя. В данном подходе не требуется обучающая выборка, в

связи с чем эта техника имеет широкое применение.

2. Обучение с учителем. Предполагается, что обучающая выборка полностью раз-

мечена, то есть для каждого объекта указано, является он выбросом или нет.

Методы отсева выбросов, обучающиеся с учителем, являются особым случаем

задач классификаций. Особенность заключается в том, что метки классов силь-

но не сбалансированы. Обычно процесс получения (сбор) представителей хоро-

ших объектов значительно проще по сравнению с получением представителей

объектов-выбросов. В связи с чем и возникает дисбаланс классов в обучающей

выборке (в машинном обучении эта проблема известна как rare class detection).

Решение такой задачи с помощью стандартных классификаторов может приве-

сти к переобучению.
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Существуют два подхода к решению проблемы дисбаланса классов:

• Cost Sensitive Learning: Функционал качества алгоритма классифика-

ции модифицируется таким образом, чтобы оценивать вклад ошибок

для разных классов по-разному: штраф за неправильную классифика-

цию выбросов больше, чем за неправильную классификацию хороших

объектов [14].Существуют MetaCost методы [6] и Weighting Methods [7].

MetaCost методы основаны на смене меток классов: хорошие объекты, ко-

торые имеют достаточную вероятность (reasonable probability) быть клас-

сифицированными как выбросы, объявляются выбросами. Это позволяет

добиться того, что доля ложно отрицательных классификаций будет выше

доли ложно положительных (это важно с практической точки зрения). Под

отрицательными классификациями понимаются объекты, которые класси-

фицировались как выбросы, а под положительными — как хорошие объ-

екты. MetaCost может быть применен к любому классификатору.При ис-

пользовании Weighting Methods модификация алгоритма классификации

заключается в неявном рассмотрении каждого объекта обучающей выбор-

ки с весом, равным штрафу ошибочной классификации. Как правило, та-

кие модификации зависят от специфики алгоритма классификации. Су-

ществует множество алгоритмов классификаций, модифицированных со-

гласно Weighting Methods, среди них байесовский классификатор [7], метод

ближайших соседей [15], решающее дерево [16, 17], метод опорных векто-

ров (SVM классификатор) [18,19].

• Адаптивный ресэмплинг (Adaptive Re-sampling): Вместо исходной выбор-

ки на вход алгоритму классификации подается сэмплированная выборка.

Сэмплирование производится для того, чтобы увеличить относительную

долю объектов-выбросов [12, 13]. Вероятности сэмплирования обычно вы-

бираются пропорционально штрафам за неправильную классификацию.

Есть ряд методов, которые основаны на введении искусственных выбросов в

случае отсутствия данных об объектах-выбросах [8–10].

3. Частичное обучение. В данном подходе предполагается, что имеется выбор-
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ка из хороших объектов и большая неразмеченная выборка. Неразмеченная

выборка содержит как хорошие объекты, так и объекты-выбросы, при этом в

неизвестной пропорции. Существуют алгоритмы, которые используют двухша-

говую стратегию: S-EM [20], PEBL [21], Roc-SVM [22].

Шаг 1: Определение в неразмеченной выборке надежных объектов-выбросов.

На этом шаге S-EM использует технику Spy (Spy technique), PEBL —

1-DNF, Roc-SVM — алгоритм Rochio [23].

Шаг 2: Построение множества классификаторов, итеративно применяя алго-

ритмы классификации, и затем выбор наилучшего из них. На этом шаге

S-EM использует EM (Expectation Maximization) алгоритм [24] c наивным

байесовским классификатором, PEBL и Roc-SVM — SVM. Для S-EM и

Roc-SVM существуют несколько способов выбора финального классифи-

катора. PEBL в качестве финального классификатора использует послед-

ний, который может оказаться не лучшим.

Эти два шага могут рассматриваться, как итеративный способ увеличения чис-

ла объектов из неразмеченной выборки, классифицируемых как выбросы, при-

этом безошибочно классифицируя первую выборку.

Существуют и другие методы решения данной задачи. В [25] предложен моди-

фицированный наивный байесовский классификатор. Главный недостаток это-

го метода заключается в том, что он требует знания пользователя о вероятности

класса хороших объектов. На практике же у пользователя не всегда есть воз-

можность определить эту вероятность. В [35] предложен biased SVM. Результа-

ты экспериментов показали, что данный метод работает лучше по сравнению со

всеми существующими двухшаговыми техниками. В [36] получен интересный

и фундаментальный результат. Если размеченная выборка состоит из хороших

объектов, случайно выбранных из всего класса хороших объектов, то условные

вероятности, которые получены моделью, обученной по размеченной и нераз-

меченной выборкам, отличаются в константу раз от условных вероятностей,

которые получены моделью, обученной по полностью размеченной выборке,
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состоящей из хороших объектов и объектов-выбросов. В [36] предложено два

метода, как, используя данный результат, обучить классификатор по выборке

из хороших объектов и неразмеченной выборке, и показано, что эти методы

работают лучше biased SVM.

Также есть методы, которые не используют неразмеченную выборку и обу-

чаются только на выборке из хороших объектов. Существуют два подхода к

решению задач такого типа. Первый подход состоит в оценивании плотности

вероятности, но, как известно, это сложная задача для многомерных данных.

Второй подход состоит в использовании одноклассового SVM [26,27]. Недостат-

ком данного подхода является его чувствительность к выбору параметров, для

настройки которых пока нет эффективных методов.

Есть ряд техник, которые предполагают, что для обучения имеется только вы-

борка из объектов-выбросов [32–34]. Такие методы используются нечасто, так

как на практике очень сложно собрать всех представителей объектов-выбросов.

Возможны ситуации, когда имеются небольшая размеченная выборка и боль-

шая неразмеченная. Для решения такой задачи в [29] предлагают использовать

наивный байесовский классификатор и EM алгоритм, в [30] — трансдуктивный

SVM, в [31] — метод co-training.

1 Постановка задачи

1.1 Задача отсева выбросов

Дана выборка из хороших объектов P и неразмеченная выборка U , причем

U = Q ∪N . Q образуют хорошие объекты, а N — выбросы. Мощности Q и N неиз-

вестны.

Требуется построить алгоритм по выборкам P и U , способный классифициро-

вать объекты на хорошие и на выбросы.

7



1.2 Задача пополнения выборки

Даны две выборки объектов P = {xpi, ypi}li=1, U = {xui, yui}ki=1, где yti ∈ {0, 1} —

класс объекта xvi, v = {p, u}.

Предполагается, что выполняются следующие положения:

• выборка P — эталонная: для объекта xpi метка класса ypi поставлена верно,

i = 1, ..., l;

• выборка U содержит некоторую долю выбросов N = {xni, yni}mi=1 ⊂ U с инвер-

тированной меткой yni.

Пусть Q = U \N .

Требуется построить вычислительно эффективный алгоритм очистки выбор-

ки U от выбросов:

g : (P,U) −→ Q. (1)

Обозначим через a алгоритм, осуществляющий классификацию объектов выбо-

рок P и U .

Построенный алгоритм (1) должен удовлетворять следующему критерию:

качество классификации алгоритма a при обучении на объединенной выборке P ∪Q

выше по сравнению с обучением только по выборке P .

1.3 Задача проверки однородности двух выборок

Даны два набора объектов X1 = {xi}l1i=1 и X2 = {xi}l2i=1, взятых из неизвестных

распределений F1(x) и F2(x) соответственно.

Необходимо проверить гипотезу о равенстве распределений F1(x) = F2(x) при

всех x, против альтернативы F1(x) 6= F2(x) при некотором x.

1.4 Задача оценивания достаточности объема обучения

Дана выборкаD = {xi, yi}li=1, где yi — класс объекта xi, i = 1, ..., l. ПустьDtrain ⊂ D —

обучающая выборка, Dtest ⊂ D — контрольная выборка, Dtrain ∩Dtest = ∅.

Необходимо определить такой минимальный объем выборки Dtrain, что при его

увеличении качество классификации алгоритма на Dtest, обученного на Dtrain, не
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улучшается.

2 Методы отсева выбросов и пополнения обучаю-

щих выборок

2.1 ROC-кривая

Пусть X — множество описаний объектов, Y = {0, 1} — множество классов объектов,

a : X → Y — классификатор, a(x) = [f(x,w) ≥ θ]. X l = (xi, yi)
l
i=1 ⊂ X×Y — выборка.

ROC-кривая является ступенчатой функцией, она характеризует зависимость

доли верных положительных классификаций (True Positive Rate)

TPR =

l∑
i=1

a(xi)yi

l∑
i=1

yi

от доли ложных положительных классификаций (False Positive Rate)

FPR =

l∑
i=1

a(xi)(1− yi)

l∑
i=1

(1− yi)

при варьировании порога классификатора θ.

Качество классификатора a определяется площадью под ROC-кривой (AUC).

2.2 Алгоритм

Для решении задачи пополнения обучающей выборки в обычную процедуру постро-

ения классификатора добавляются шаги 2 и 3:

1. настроить классификатор по обучающей подвыборке Ptrain;

2. отфильтровать выборку U определенным методом;

3. перенастроить классификатор по пополненной выборке Ptrain ∪Q;

4. классифицировать контрольную подвыборку Ptest.
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Пусть Ptrain ⊂ P — обучающая выборка, Ptest ⊂ P — контрольная выборка,

Ptrain ∩ Ptest = ∅, Ptrain ∪ Ptest = P .

2.3 Метод сближения AUC двух выборок

Введём обозначения для площадей под ROC-кривыми, вычисленными по следующим

выборкам: AUC1 — по выборке Ptrain, AUC2 — по выборке U , AUC2,t — по выборке Ut,

полученной из U на t-ом шаге методом сближения AUC двух выборок.

Предполагается, что выборки Ptrain и U являются однородными, если площади

под их ROC-кривыми (AUC) близки.

На каждом каждом шаге алгоритма исключается объект из выборки U , мини-

мизирующий разность AUC:

(xt, yt) = arg min
(xd,yd)∈Ut−1

|AUC1 − AUC2,d|.

В ходе эксперимента выяснилось, что данный метод не позволяет добиться од-

нородности двух выборок.

2.4 Метод сближения ROC-кривых

Введём обозначения для ROC-кривых, вычисленных по следующим выборкам:

ROC1 — по выборке Ptrain, ROC2 — по выборке U , ROC2,t — по выборке Ut, по-

лученной из U на t-ом шаге методом сближения ROC-кривых.

Для выравнивания ROC1 и ROC2 кривых предлагается на t-ом шаге алгорит-

ма исключать объект из выборки Ut−1, минимизирующий площадь между ROC1 и

ROC2,t−1 кривыми:

(xt, yt) = arg min
(xd,yd)∈Ut−1

∆(ROC1,ROC2,d). (2)

Поиск на t-ом шаге алгоритма пары (xt, yt) (2), используя полный перебор по

(xd, yd) ∈ Ut−1, занимает O(k2), k = |U |. Для вычисления (2) предлагается эффек-

тивный алгоритм, который вычисляет пару (xt, yt) за O(k) (описан ниже в виде псев-

докода). Он основан на анализе геометрической формы ROC-кривых как кусочно-

постоянных монотонных функций, образуемых последовательностью прямоугольни-

ков. На t-ом шаге алгоритма осуществляется проход по ROC2,t−1-кривой слева напра-
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во и каждый раз удаляется следующий объект и возвращается в выборку предыду-

щий. Это позволяет вычислить приращения площади от удаления каждого объекта

за линейное время.

2.5 Метод выделения объектов, влияющих на переобучение

Введём обозначения для площадей под ROC-кривыми, вычисленными по следующим

выборкам: AUC1 — по выборке Ptrain, AUC2 — по выборке U ; AUC1,t — по выбор-

ке Ptrain,t = P ∪ (xt, yt), AUC2,t — по выборке Ut = U \ (xt, yt), xt ∈ U .

Назовем переобученностью алгоритма a при заданных обучающей Ptrain и кон-

трольной U выборках разность качества классификации на обучении и контроле:

d0 = AUC1 − AUC2.

Пусть dt = AUC1,t − AUC2,t.

Влияние каждого объекта выборки U на переобучение определяется формулой:

Impactt = |d0 − dt|, t = 1, ..., |U |.

Выбросами объявляются объекты, для которых Impactt ≥ δ, где δ — заданный порог.

3 Информационный анализ электрокардиосигналов

Известно, что импульсы, генерируемые сердцем, несут важную информацию о состо-

янии сердца и системы регуляции его функций. Современные электрокардиографы

позволяют оценить состояние миокарда и функций сердца с большой точностью. Од-

нако, опыт изучения вариабельности сердечного ритма на основе длительной реги-

страции электрокардиограммы свидетельствует о том, что электрокардиоимпульсы

могут быть носителями информации также о состоянии системы регуляции основных

функций организма в норме, при различных заболеваниях и в условиях воздействия

на человека экстремальных факторов профессиональной деятельности и среды оби-

тания [39,40]. Установлено, что импульсы, генерируемые сердцем, распространяются

по всему организму и имеют свойства сигналов, которые и несут информацию о

состоянии внутренних органов в норме и при различных патологиях. Эти результа-

ты обосновывают рассмотрение сердца как информационного органа. Исследования
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Алгоритм 1 Метод сближения ROC-кривых
Вход: P — первая выборка; U — вторая выборка;

nOutliers — количество выбросов, которое надо удалить;

f(x) — дискриминантная функция алгоритма классификации, обученного по вы-

борке P ;

Выход: N — множество объектов-выбросов;

1: отсортировать P и U по убыванию величин f(xi, θ).

2: построить ROC1-кривую по P ;

3: R1 = прямоугольники ROC1-кривой (рис. 2 b);

4: U0 = U, N = ∅;

5: для всех t = 1, . . . , nOutliers

6: для всех m = 0, 1 (объекты класса y = m)

7: если m = 1 то

8: удалить из Ut−1 первый объект: y = 1;

9: иначе

10: удалить из Ut−1 последн. объект: y = 0;

11: построить ROC2,1-кривую по Ut−1;

12: S1 = площадь между ROC1 и ROC2,1 (рис. 2 a);

13: R2 = прямоугольники для ROC2,1 (рис. 2 b);

14: вычислить R1 ∩R2;

15: для всех p : yp = m, (xp, yp) ∈ Ut−1

16: Sp = площадь между ROC1 и ROC2,p;

17: Sr,m = min
(xp,yp)∈Ut−1

yp=m

Sp;

18: xr = arg min
m

Sr,m;

19: Ut = Ut−1\xr, N = N ∪ r;
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Рис. 1: Метод сближения ROC-кривых: ROC1 и ROC2 кривые до удаления выбросов

из выборки U .

0 0.2 0.4 0.6 0.8 1
0

0.2

0.4

0.6

0.8

1

FPR

T
P
R

 

 

train sample
second sample
sick

(a) Шаг 12

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

FPR

T
P
R

(b) Шаги 3, 13

Рис. 2: Метод сближения ROC-кривых: вычисление разницы площади между двумя

ROC кривыми.
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Рис. 3: Пример электрокардиограммы. Кардиоцикл с амплитудой Rn, интервалом Tn

и углом αn.

в этой области привели к созданию технологии информационного анализа электро-

кардиосигналов. На основе данной технологии была разработана диагностическая

система «Скринфакс». В настоящее время «Скринфакс» позволяет диагностировать

более 30 наиболее распространенных заболеваний внутренних органов. За 15 лет при-

менения диагностической системы во врачебной практике накоплено более 20 тысяч

записей электрокардиограмм.

3.1 Дискретизация ЭКГ-сигнала

Электрокардиограмма представляет собой квазипериодический сигнал, периоды ко-

торого называются кардиоциклами (рис. 3).

На первом этапе электрокардиосигнал преобразуется в последовательность ам-

плитуд кардиоциклов Rn и их интервалов Tn. Также вводится арктангенс их отно-

шения αn = arctgRn

Tn
(рис. 3).

Предполагается, что диагностическую ценность несут знаки приращений вели-

чин Rn, Tn, αn. Возможны только 6 сочетаний изменений данных параметров, кото-

рые предлагается кодировать буквами шестисимвольного алфавита: {A, B, C, D, E,

F}. В таблице «+» означает положительное приращение, «-» —отрицательное:
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Rn+1 −Rn + − + − + −

Tn+1 − Tn + − − + + −

αn+1 − αn + + + − − −

sn A B C D E F

В результате дискретизации амплитудограмма и интервалограмма преобразу-

ются в символьную последовательность S = (sn)Nn=1, состоящую из символов алфа-

вита {A, B, C, D, E, F} и называемую кодограммой. Каждый символ кодирует тип

взаимосвязи между двумя соседними кардиоциклами.

Важной особенностью данного подхода является то, что учитываются не только

интервалограммы, как в современном анализе электрокардиосигналов, но и ампли-

тудограммы. Затем на основе их совместного анализа автоматически выявляются

паттерны заболеваний и строятся диагностические правила.

На последнем этапе происходит векторизация символьной последовательно-

сти S. Слово, образованное k последовательными буквами кодограммы, будем на-

зывать k-граммой. Частота k-граммы определяется как отношение числа её вхож-

дений в кодограмму к длине кодограммы. Преобразование кодограммы в вектор

частот k-грамм называется векторизацией. В данном исследовании используются

216-мерные векторы частот триграмм, k = 3.

Дискретизация и векторизация сохраняют значимую диагностическую инфор-

мацию при сокращении объёма данных в несколько тысяч раз.

3.2 Постановка эксперимента

Эксперимент проводился на данных, полученных с помощью технологии информаци-

онного анализа электрокардиосигналов [37]. Каждому обследованию соответствует

вектор из 216 числовых признаков и метка класса: 0 — здоров, 1 — болен. Данные

по каждой болезни разбиты на две подвыборки. Первая подвыборка состоит из об-

следований с надёжно установленными диагнозами. Они используются для настрой-

ки параметров алгоритма классификации. Вторую подвыборку составляют случаи,

когда диагнозы не были подтверждены лабораторными и инструментальными иссле-

дованиями, либо вызывали сомнения у врачей.

Цели эксперимента:
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Рис. 4: Проверка гипотезы о более высоком уровне шума во второй выборке.

• оценить достаточную длину обучающей выборки;

• очистить вторую выборку от выбросов;

• повысить качество классификации на пополненной выборке;

• сравнить методы отсева выбросов и пополнения выборки.

Для классификации объектов использовался синдромный алгоритм — наивный

байесовский классификатор с отбором признаков [38], так как известно, что на этих

данных синдромный алгоритм дает хорошее качество классификации и имеет крайне

низкий уровень переобучения.

Проверка гипотезы о более высоком уровне шума во второй выборке

Для проверки данной гипотезы проводились два эксперимента. В первом экс-

перименте классификатор настраивали по первой выборке и строили ROC-кривые

по обеим выборкам. Выяснилось, ROC2-кривые для всех болезней проходят суще-

ственно ниже ROC1-кривых. Затем настройка классификатора производилась по вто-

рой выборке. Оказалось, что и в этом эксперименте ROC2-кривые проходят ниже

ROC1-кривых (рис. 4). Эти результаты подтверждают гипотезу о более высоком шу-

ме во второй выборке и говорят о робастности синдромного алгоритма.
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(a) Болезнь А, |Ptest| = 235
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Рис. 5: Кривые обучения.

Оценка достаточной длины обучающей выборки

Для каждого заболевания были построены кривые обучения — зависимость ка-

чества классификации от длины обучающей выборки. Оказалось, что для всех бо-

лезней в первой выборке содержится достаточный объем данных для успешного обу-

чения ≈ 50 объектов (рис. 5).

Сравнение методов отсева выбросов

Для фильтрации второй выборки к данным по каждой болезни были применены

три метода:

• метод сближения ROC-кривых;

• метод сближения AUC двух выборок;

• метод, удаляющий объекты, отступы которых менее заданного порога.

На рис. 6 видно, что метод сближения AUC двух выборок не позволяет добиться

однородности двух выборок, поскольку в первую очередь удаляет объекты с отрица-

тельными отступами. Как и многие методы отсева выбросов, он подстраивается под

конкретную модель классификатора, построенную по первой выборке.

На рис. 7 показаны ROC-кривые с нескольких промежуточных шагов метода

сближения ROC-кривых.
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(a) Болезнь А, |Ptrain| = 1878, |U | = 1304
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(b) Болезнь Б, |Ptrain| = 803, |U | = 1108

Рис. 6: Сравнение трёх методов: метода сближения ROC-кривых, метода сближения

AUC и метода отступов, который удаляет все объекты второй выборки, отступы

которых менее заданного порога.

Видно, что только методу сближения ROC-кривых удается добиться идентич-

ности ROC-кривых, построенных по первой и второй выборкам.

3.2.1 Полумодельные данные

Пусть P = P0 ∪ P1, P0 — эталонная выборка здоровых, P1 — эталонная выборка

больных. Предлагается выборку P случайно разбить на две равные части со страти-

фикацией классов: P 1, P 2, — и в выборке P 2 случайным образом переставить местами

метки классов «больной/здоровый» (10-20%), затем P 1 использовать в качестве пер-

вой выборки (P := P 1), P 2 — в качестве второй (U := P 2).

Эксперимент на полумодельных данных важен, так как он позволяет проверить

способность построенных алгоритмов идентифицировать и удалять из выборки U

в первую очередь заранее известные выбросы.

3.2.2 Precision-Recall кривая

Пусть X — множество описаний объектов, Y = {0, 1} — множество классов объектов,

b : X → Y — классификатор, b(x) = [f(x,w) ≥ t]. X l = (xi, yi)
l
i=1 ⊂ X×Y — выборка.

Precision-Recall кривая характеризует зависимость доли выбросов среди объек-
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(b) Болезнь Б, |Ptrain| = 803, |U | = 1108

Рис. 7: Несколько промежуточных шагов метода сближения ROC-кривых.

тов, найденных классификатором

Precision =

l∑
i=1

b(xi)yi

l∑
i=1

b(xi)

от доли выбросов, найденных классификатором

Recall =

l∑
i=1

a(xi)yi

l∑
i=1

yi

,

при варьировании порога t.

Точность обнаружения классификатором b выбросов (y = 1) определяется пло-

щадью под Precision-Recall кривой (AUPRC).

Анализ точности отсева выбросов

При выполнении экспериментов использовалась кросс-валидация по 10 блокам.

Для метода сближения ROC-кривых и метода выделения объектов, влияющих

на переобучение, были построены кривые Precision-Recall. На рис. 8 видно, что дан-

ным методам удается определить большую часть выбросов сразу же, но некоторую

часть найти не удается.
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(c) Болезнь А, |Ptrain| = 211, |Ptest| = 21, |U | = 235
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Рис. 8: Кривые Precision-Recall для метода сближения ROC-кривых (a,b), для метода

сближения AUC двух выборок (c,d).
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Для каждого метода были построены графики зависимости AUC на различных

выборках, а именно на обучающей и контрольной подвыборках, на пополненной обу-

чающей подвыборке, на второй и на отфильтрованной второй выборках (рис. 9). По

графикам видно, что изначально качество классификации на второй выборке доста-

точно низкое, за 20–60 шагов работы алгоритма качество классификации на отфиль-

трованной второй выборке становится сравнимым с качеством классификации на

обучающей подвыборке первой выборки. Качество классификации на контрольной

подвыборке практически не изменяется при удалении выбросов из второй выборки и

добавлении оставшихся объектов второй выборки в первую. Отсюда можно сделать

вывод, что длина обучающей выборки достаточна. Таким образом, при достаточной

длине обучающих выборок, данные методы работают как методы отсева выбросов.

Для каждого метода были построены графики зависимости AUC на различных

выборках от числа удаленных объектов, когда классификатор настраивался на обу-

чающей выборке небольшого объема (рис. 10). Но здесь не наблюдается значимых

улучшений качества классификации на контрольной выборке.

В таблице 1 видно, что пока не для всех болезней удается очищать вторую вы-

борку от выбросов с большой точностью.

Заключение

Задача пополнения обучающих выборок отличается от обычных методов фильтрации

выбросов тем, что имеется априори более надёжный источник исходных данных —

«первая выборка». Предложен метод выделения объектов, влияющих на переобу-

чение и метод выравнивания ROC-кривых, основанный на анализе геометрической

формы ROC-кривых как кусочно-постоянных монотонных функций, образуемых по-

следовательностью прямоугольников. Пока данные методы не для всех болезней поз-

воляют очищать вторую выборку от выбросов с большой точностью. Поэтому пла-

нируется сделать модификации предложенных методов и исследовать зависимость

качества классификации на независимой контрольной выборке от объема обучающей

выборки.

Разработанные методы предполагается использовать в рамках технологии ин-
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Рис. 9: Зависимость значения AUC на различных выборках от числа удаленных объ-

ектов из второй выборки для метода сближения ROC-кривых (a,b), для метода вы-

деления объектов, влияющих на переобучение (c,d).
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(b) |Ptrain| = 30
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(c) |Ptrain| = 40
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Рис. 10: Зависимость значения AUC на различных выборках от числа удален-

ных объектов из второй выборки для метода сближения ROC-кривых, |Ptest| = 118,

|U| = 235 (болезнь А) .
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Таблица 1: Точность обнаружения выбросов.

Болезнь AUPRC

Метод сближения ROC-кривых Метод выделения объектов,

влияющих на переобучение

A 0.774 0.818

Б 0.613 0.658

В 0.661 0.796

Г 0.429 0.460

Д 0.617 0.862

Е 0.565 0.626

Ж 0.854 0.819

З 0.817 0.804

И 0.668 0.778

К 0.776 0.803

Л 0.696 0.783

М 0.591 0.720

Н 0.484 0.568

О 0.738 0.786

формационного анализа электрокардиосигналов [37] для повышения качества ди-

агностики заболеваний путём фильтрации выбросов и формирования однородных

обучающих выборок.
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