
Постановка задачи. Рассматривается документ d—последовательность
символов c1, . . . , cLd

. В документе возможно наличие чужеродных бло-
ков. Требуется каждому символу cl документа сопоставить метку класса

tl =

{
1, если символ принадлежит чужеродному блоку,
0, иначе,

l = 1, . . . , Ld.

Стандартные подходы к решению задачи включают разбиение доку-
мента на сегменты si, i = 1, . . . ,m (абзацы, предложения, блоки слов или
символов), профилирование сегментов — выделение признаков xi ∈ Rn,
и выделение аномальных сегментов. На этом этапе построенное призна-
ковое описание xi используется для сравнения сегментов si и выделе-
ния сегментов, принадлежащих чужеродным блокам. Здесь используют-
ся методы классификации либо обнаружения выбросов.

Примеры признаков:

• вектор w\_freq\_vec частот слов w встречающихся в сегменте si.
Размерность вектора равна числу уникальных слов в документе;

• вектор ngr\_freq\_vec частот 4-грам, встречающихся в сегменте;

• среднее число слов в предложении, среднее число предложений с
сегменте, частота употреблений частей речи, знаков пунктуации,
местоимений, стоп слов, доля различных типов символов в сегмен-
те;

• признаки, связанные с читаемостью сегмента;

• правдоподобие сегмента, вычисляемое на основе марковской моде-
ли последовательности слов в тексте.

Для многомерных признаков выполняется нормализация, затем призна-
ки объединяются в один вектор, для которого еще раз выполняется нор-
мализация.

Так как построенное таким образом признаковое описание высокой
размерности сильно разрежено и содержит много шума, предлагается пе-
ред обучением использовать методы снижения размерности. Также изу-
чаются способы снижения размерности [1, 2]. Автры рассмотрели метод
LSA.
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Предлагается рассмотреть методы, сохраняющие метрику. На рисун-
ках 1, 2, 3 сравниваются методы tNSE и PCA.

Преимущество метода tSNE [4] заключается в том, что данный ме-
тод сохраняет метрику. Недостаток в том, что, в отличие от PCA метод
невоспроизводим, то есть его необходимо обучать заново для каждого
нового документа. Существуют также модификации PCA, сохраняющие
метрику [6]. Преимущество PCA – меньшая вычислительная сложность:
O(n2m + n3) по сравнению с O(m2n) tNSE, где m – число точек. В [5]
предлагается два способа вычисления градиента, при использовании ко-
торого сложность по m опускается с квадратичной до O(m log(m)).

Предлагаемый план действий. Предлагается модифицировать ал-
горитм, добавив возможность использовать информацию о разметке вы-
борки и добавлять новые точки в выборку без пересчитывания всех ко-
ординат.

Базовый алгоритм: для каждого объекта xi ∈ Rn выборкиX = {x1, . . . ,xm},
оценивается распределение вероятностей pj|i, что xj — ближайший сосед
xi:

pj|i =
exp(−||xi − xj||2/σ2)∑
k 6=i exp(−||xi − xk||2/σ2)

.

Совместное распределение вероятностей pij оценивается как

pij =
pi|j + pj|i

m
.

Задача метода состоит в нахождении координат zi объектов xi в про-
странстве Rd меньшей размерности d < n, в котором распределение qij

qi|j =
(1 + ||zi − zj||2)−1∑
k 6=l(1 + ||zk − zl||2)−1

ближайших соседей близко к исходному с точки зрения дивергенции
Кульбака-Лейблера

KL(P ||Q) =
∑
i,j

pij log
pij
qij
. (1)

Шаг 1. Рассмотрим подвыборкуXm′
= {x1, . . . ,xm′}. Для нее оценим

Pm′×m′ и найдем ее представление Zm′ и Qm′×m′ . Добавим новое множе-
ство объектов Xm−m′

= {xm′+1, . . . ,xm}. Не меняя положений zi, i =
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m′+1, . . . ,m исходных точек, найдем представление Zm−m′ и Q(m−m′)×m,
сдвигая точки в направлении градиента (1)

∂KL

∂yi
= 4

m∑
j=1

(pij − qij)(yi − yj), i = m′ + 1, . . . ,m.

Чтобы это работало, нужно чтобы исходный набор Xm′ был достаточно
репрезентативен, а найденное представление Zm′ было надежно.

Шаг 2. Для повышения надежности Zm′ используем информацию о
разметке yi объектов xi, i = 1, . . . ,m′. Предлагается использовать знания
о разметке при вычислении Pm′×m′ , например:

pj|i =
exp(−||xi − xj||2/σ2

ij)∑
k 6=i exp(−||xi − xk||2/σ2

ij)
, σij =

{
σ2, yi = yj,

ε→ 0, yi 6= yj.
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Рис. 1: Примеры работы алгоритма снижения размерности (PCA —
слева, tSNe — справа), по 500 предложений документа suspicious-
document00008.txt.
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Рис. 2: Примеры работы алгоритмов снижения размерности PCA (свер-
ху) tSNe (снизу) для документа suspicious-document00008.txt.
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(a) 500 (b) 500

(c) 1000 (d) all

Рис. 3: Неуспех, tSNE.
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