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Аннотация

Исследуется проблема выбора оптимальной структуры модели. Моделью явля-
ется суперпозиция обобщенных линейных моделей, элементами которой являются
линейная регрессия, логистическая регрессия, метод главных компонент, автоэн-
кодер и нейросеть. Под структурой модели понимаются значения структурных
параметров модели, задающих вид итоговой суперпозиции. Исследуются свойства
алгоритма выбора структуры модели. Исследуются зависимость точности, сложно-
сти и устойчивости модели от способа задания структуры. Создан алгоритм выбора
оптимальной структуры нейронной сети. Проведен вычислительный эксперимент
с использованием реальных и синтетических данных. В результате эксперимента
существенно понижена структурная сложность моделей с сохранением точности
аппроксимации.
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Введение

Решается задача аппроксимации выборки нейронными сетями. Задана выборка, множе-
ство пар (x, y), x ∈ X = Rn, y ∈ Y, где y — зависимая переменная, а x — признаковое
описание объекта. В случае задачи классификации Y = {1, . . . ,M}. В случае задачи
регрессии Y ⊆ R. Нейронная сеть является универсальной моделью [6], так как при-
ближает произвольную непрерывную функцию многих переменных с любой точностью.
Нейрон, или однослойная нейронная сеть, являются суперпозицией двух функций —
функции активации и линейной комбинации признаков объекта. Но однослойные се-
ти применимы только для линейно разделимых выборок. Для апроксимации выборок
общего вида требуется универсальная модель, оптимизация структуры которой и ис-
следуется в данной работе.

Теорема 1 (Колмогоров, 1961) в [20] утверждает, что функцию от n аргументов
предствима в виде комбинации n(2n + 1) функций одного аргумента. Какими именно
должны быть функции σi, gij, не указывается. Теорема об универсальной аппроксима-
ции 2 (Цыбенко, 1989) в [20] утверждает, что искусственная нейронная сеть прямой
связи, в которой связи не образуют циклов, с одним скрытым слоем аппроксимирует
любую непрерывную функцию многих переменных с любой точностью. Однако затруд-
нительно выбрать такую структуру нейронной сети, чтобы размеры скрытого слоя не
были велики. В теореме 3 (Ханин, 2017) оценивается оптимальная размерность скрытых
слоев и обосновывается возможность замены нейронной сети с функциями активации
ReLU [20] с входным слоем размерности n и одним скрытым слоем размерности k на
эквивалентную с глубиной k+2 и размерностями скрытых слоев n+2. Эти три теоремы
и определяют исследуемую структуру суперпозиций сети глубокого обучения.

Исследуется зависимость ошибки от суперпозиции автокодировщиков [16] и много-
слойной нейронной сети. Ошибка состоит из двух слагаемых: ошибки восстановления
элементов выборки после кодирования и восстановления зависимых переменных. Сла-
гаемые используют одни и те же признаки объектов, которые являются независимыми
переменными, но разные зависимые переменные. Для автокодировщика зависимая пере-
менная — это сами признаки объекта, для нейронной сети, следующей за ним, зависимая
переменная — ответ y на объекте. Точка разделения — это место в суперпозиции, где
автокодировщик, имеющий оптимальные параметры, передает преобразованный век-
тор признаков в нейросеть. Необходимо найти оптимальное расположение разделения
автокодировщика и сети, которое минимизирует ошибку аппроксимации выборки. Под
структурой такой модели понимаются величины, задающие вид итоговой суперпози-
ции — то есть число слоев автокодировщика и нейросети, а также число нейронов в
слоях.

Процедура минимизации ошибки аппроксимации выборки следующая: сначала мак-
симизируется точность реконструкции кодировщиков, затем оптимизируются парамет-
ры нейросети.

Вместе с точностью оптимизируется сложность модели. Под сложностью понима-
ется структурная сложность модели — это число параметров модели, с учетом их
области определения. Альтернативой этому определению является статистическая
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сложность модели — минимальная длина описания, т.е. минимальное количество ин-
формации, которое требуется для передачи информации о модели и о выборке [1].

В данном исследовании для выбора оптимальной структуры используется генетиче-
ский алгоритм. Задается множество случайных начальных значений структурных па-
раметров. Затем вычисляется значение функции ошибки аппроксимации, которое ха-
рактеризует качество модели в наборе. Согласно этой функции выбираются модели,
которые обмениваются структурными параметрами, образуя новую структуру. Много-
кратное повторение этой операции позволяет получить оптимальную структуру модели.
В [15] для распознавания сердечно-сосудистых заболеваний используются генетический
алгоритм и нейронная сеть для отбора признаков и оптимальной настройки матрицы
параметров.

Нейронные сети требуют больших вычислительных ресурсов и памяти, что затруд-
няет их развертывание во встроенных системах с ограниченными аппаратными ресурса-
ми [12]. Для снижения сложности нейронных сетей используется идея редукции лишних
элементов. Например, прореживают ветви решающих деревьев или параметры в ней-
ронной сети. Основная идея метода — находится подмножество параметров, изменение
которых не влияет на значение функции ошибки. Тогда эти параметры обнуляются и
используются оставшиеся параметры, то есть это способ перейти от полносвязной се-
ти к неполносвязной. Прореживание сети используется для повышения обобщающей
способности.

Выяснить без полного перебора, какие параметры важны для предсказания, а ка-
кие — нет затруднительно. Для этого используются алгоритмы регуляризации, напри-
мер — OBD [3] и OBS [9]. Они используют производные второго порядка функции
ошибки по параметрам для выбора удаляемых параметров и оценки их «значимости».
Дополнительный способ применения этого метода — это отбор признаков. Можно по-
считать значимость не только для отдельного параметра, но и для входного признака.
Затем упорядочив признаки по величинам их значимости, можно обнулить все пара-
метры, которые используют значения этого признака, и тем самым удалить признак из
модели.

В [8] авторы предлагают новый метод прореживания для глубоких нейронных сетей.
Параметры каждого слоя независимо прореживаются на основе производных второго
порядка функции послойной ошибки по соответствующим параметрам. В работе [10]
используются производные первого порядка для снижения сложности сверточных ней-
ронных сетей. Использование [3] позволило в [11] уменьшить число структурных па-
раметров рекуррентной нейронной сети на 60% и снизить ошибку на валидационной
выборке на 30%, по сравнению с исходной моделью.

Существуют автоматизированные методы поиска нейросетевой архитектуры [18], ко-
торые являются частью парадигмы автоматического машинного обучения [19]. Система
поиска получает на вход набор данных и тип решаемой задачи, и результатом является
архитектура нейронной сети, которая будет работать лучше всех других архитектур
для данной задачи при обучении на предоставленном наборе данных.

В [12] представлен подход глубокого сжатия, состоящий из трех этапов. Уменьше-
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ние числа параметров, путем исключения нулевых параметров. Затем нейронная сеть
квантизируется. Последним этапом является применение кодирования Хаффмана. По-
сле первых двух шагов сеть обучается заново, для более точной настройки параметров.
В наборе данных ImageNet данный метод позволяет уменьшить объем памяти, требуе-
мый сетью AlexNet, в 35 раз, с 240 Mb до 6,9 Mb, без потери точности. Размер VGG-16
уменьшается в 49 раз с 552 Mb до 11,3 Mb, опять же без потери точности. Это позволяет
использовать сложные нейронные сети на мобильных устройствах.

В статье [13] было предложено использовать вариационное исключение [17] для на-
стройки величины исключения отдельно для каждого нейрона. Применение этого мето-
да [14] позволяет уменьшить количество параметров в 280 раз на архитектуре нейросети
LeNet и в 68 раз в VGG-подобных нейросетях без значительного снижения качества ап-
проксимации.

Работа состоит из постановки решаемой задачи, описания задачи выбора оптималь-
ной структуры модели, за которыми следует определение функции ошибки и критериев
качества модели. Далее следует вычислительный эксперимент, содержащий функцио-
нальную схему программной системы, описание наборов данных, используемых подхо-
дов решения задачи и результаты работы предложенного метода.

Постановка задачи выбора модели
Задана выборка

(xi, yi), xi ∈ Rn, yi ∈ R1, i = 1, . . . ,m, (1)
где x — описание объекта, вектор из d элементов признаков, y — зависимая переменная.
Моделью называется отображение f : (x,w) 7→ y. Требуется построить аппроксимиру-
ющую модель f(x) вида:

f = σk ◦wT
kσk−1
1×1

◦Wk−1σk−2 ◦ · · · ◦W2σ1
n2×1

◦W1
n1×n

x
n×1

. (2)

Эта модель рассматривается как суперпозиция линейной модели, глубокой нейросети и
автоэкнодера. Рассмотрим различные модели как частные случаи (2).
Линейная или логистическая регрессия и один нейрон — имеют вид

f(x,w) = σ(wTx), (3)

где σ — функция активации, непрерывная монотонная дифференцируемая функ-
ция (5), w — вектор параметров, x — объект, вектор с присоединенным элементом
единица соответствующим аддитивному параметру w0. При использовании линейной
функции активации, получаем линейную регрессию

f(x,w) = wTx. (4)

Такую функцию активации мы обозначим σ = id. При использовании сигмоидной
функции активации, получаем модель логистической регрессии

f(x,w) = σ(wTx) =
1

1 + exp(−wTx)
. (5)
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Двухслойная нейронная сеть, состоящая из линейной комбинации нейронов, одно-
слойных нейронных сетей

f(x,w) = σ(2)

( n2∑
i=1

w
(2)
i · σ(1)

(
n∑
j=1

w
(1)
ij xj + w

(1)
i0

)
+ w

(2)
0

)
= σ ◦wTσ ◦Wx. (6)

Метод главных компонент. Модель допускает вращения признакового пространства,
то есть объекты преобразовываются только с помощью поворотов:

h = Wx, (7)

где W — матрица поворота. Она ортогональна:

WWT = In. (8)

Полученное пространство образов h называется скрытым. Происходит преобразование
без потерь.

При удалении нескольких строк оптимальной [4] матрицы W, например их число
u < n, полученный вектор h имеет размер u × 1. Получается проекция h вектора x.
Согласно теореме Рао С.Р. [4], первые u главных компонент восстанавливают h опти-
мальным способом,

r(x) = WTh. (9)

Автокодировщик h — это монотонное нелинейное отображение входного вектора
свободных переменных x ∈ Rn в скрытое представление h ∈ Ru вида:

h(x) = σ(W
u×n

x + b). (10)

В случае σ = id и (8) автокодировщик тождественен методу главных компонент. Скры-
тое представление h реконструирует вектор x линейно:

r(x) = W′
n×u

h + w
′

0. (11)

Задача выбора оптимальной структуры модели

Решается задача выбора оптимальной структуры модели

f = σk ◦ Γk ⊗wT
kσk−1
1×1

◦ Γk−1 ⊗Wk−1σk−2 ◦ · · · ◦ Γ2 ⊗W2σ1
n2×1

◦ Γ1 ⊗W1
n1×n

x
n×1

, (12)

где Γ — матрица, задающая структуру модели; ⊗— адамарово произведение, определя-
ющееся как поэлементное умножение. Если элемент γ ∈ {0, 1} матрицы Γ равен нулю,
то соответствующий элемент матрицы параметров W обнуляется, и не участвует в ра-
боте модели. Множество индексов соответствующих ненулевым элементам матрицы Γ
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обозначается A. Требуется найти такое подмножество индексов A∗, которое доставляет
минимум функции:

A∗ = argmin
A⊆I

S(fA|w∗,DC), (13)

на разбиении выборки D, определенным множеством индексов C. Здесь I = C t L —
все индексы всех матриц Γ. То есть требуется снизить число признаков и повысить
устойчивость модели.

При этом параметры w∗ модели доставляют минимум ошибки:

w∗ = argmin
w
S(w|DL, fA), (14)

на разбиении выборки, определенной множеством L. Процедура разбиения описана в
вычислительном эксперименте.

Генетический алгоритм. Для решения задачи оптимизации структуры (13) исполь-
зуется генетический алгоритм. Структура нейронной сети (12) включает в себя k слоев,
l-ый слой содержит Nl нейронов,

∑k
l=1Nl = L. Каждому слою соответствует матрица

Γl ∈ {0, 1}Nl . Это означает, что параметры, которые умножаются поэлементно на ноль,
не будут учитываться. Составляется вектор

γ = [γ1, γ2, . . . , γL] = vec[Γ1,Γ2, . . . ,Γk],

соответствующий (12). Процедура оптимизации струкруты:

1. Задается множество начальных значений G = {γ1,γ2 . . .γR}, где случайным об-
разом задаются элементы вектора бинарного вектора γ.

2. Для каждого γι ∈ G вычисляется значение функции ошибки S (16).

3. Для каждого γι оценивается вероятность выбора его как структуры для скрещивания
с помощью функции: Pι = 1/Sι∑

ι=1 1/Sι
. Выбирается пара структур γp,γq с максималь-

ной вероятностью.

4. Выбирается случайный индекс точки разделения ν ∈ {1, ..., L− 1}.

5. Структуры разделяются на две части, происходит обмен элементами, следующими
за ν:

[γp,1, . . . , γp,ν , γq,ν+1, . . . , γq,L]→ γ
′

p,

[γq,1, . . . , γq,ν , γp,ν+1, . . . , γp,L]→ γ
′

q.

6. Выбираются случайные номера η1, . . . , ηQ ∈ {1, . . . , L}.

7. У векторов γ
′
p,γ

′
q инвертируются позиции с номерами η1, . . . , ηQ.

8. Пункты 4–8 повторяются R/2 раз. Множество G содержит на каждой итерации R
структур, которым соответствует наименьшее ошибка.
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Здесь R,Q — фиксированные параметры алгоритма. В эксперименте производится на-
стройка Γ по частям, то есть алгоритм запускается отдельно для каждого слоя. Резуль-
татом работы является вектор, нулевые элементы которого соответствуют нейронам,
которые исключаются из структуры.

Функция ошибки и критерии качества модели
Для оптимизации структуры предлагается использовать композитную функцию ошиб-
ки. Она состоит из двух слагаемых. Первое слагаемое соответствует точности восста-
новления зависимой переменной. Второе слагаемое это точность реконструкции неза-
висимой переменной автокодировщиком. Задача (14) является задачей минимизации
функции S. Она включает слагаемые (16) и (19) для оптимизации параметров моде-
ли (2)

f = σk ◦wT
kσk−1
1×1

◦Wk−1σk−2 ◦ · · · ◦W2σ1
n2×1

◦W1
n1×n

x
n×1︸ ︷︷ ︸

Ex︸ ︷︷ ︸
S

. (15)

Первое слагаемое Ex — это функция ошибки реконструкции объекта стеком автокоди-
ровщиков. Второе слагаемое S — это функция ошибки нейросети.

При выборе моделей используется три вида критериев качества: точность, устойчи-
вость и сложность.

Точность. При решении задачи регрессии, то функция ошибки имеет вид:

S =
∑
i∈I

(
yi − f(xi)

)2
. (16)

Эта функция ошибки включает в себя полученные предсказания модели и значения за-
висимых переменных. В задачах прогнозирования точность аппроксимации имеет вид:

MAE =
1

m

m∑
i=1

|yi − f(xi)|. (17)

При включении в модель (2) метода главных компонент или автокодировщика, мет-
ки объектов не используются. Функция ошибки штрафует невязки восстановленного
объекта:

Ex =
∑
i∈I

‖xi − r(xi)‖22 , (18)

где r(x) это линейная реконструкция объекта x. Функция (18) с аддитивной регуляри-
зацией:

Ex =
1

2m

m∑
i=1

‖r(xi,WAE)− xi‖2 + λ2 ‖W‖2Frobenius , (19)
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где m — число элементов в обучающей выборке. Параметры автокодировщика

WAE = {W′
,W,b

′
,b} (20)

оптимизированы таким образом (18), чтобы приблизить реконструкцию r(x) к исход-
ному вектору x.

Процедура оптимизации параметров композитной функции (15): 1) оптимизируются
параметры модели согласно (19), 2) заданные параметры фиксируются, 3) оптимизи-
рются параметры согласно (16).

Сложность. Введем отношение порядка � на множестве значений сложности. Это
отношение задается множеством параметров модели:

1) один параметр: w ∈ R1 � w ∈ λ1[0, 1] + λ0 � w ∈ c+ λ0,

2) вектор (нейрон): w ∈ Rn � ‖w‖2 = 1 � w = const,

3) матрица (слой): W ∈ Rc×n �WTW = I �W = const.

Следующие модели упорядочены по возрастанию сложности:

1) линейная регрессия, σ′
= id, σ = id,W = In ,

2) линейная регрессия и метод главных компонент, σ′
= id,WTW = In ,

3) линейная модель и автокодировщик, WTW 6= In,

4) линейная модель и стэк автокодировщиков, представимый в виде суперпозиции (12),

5) двухслойная нейронная сеть,

6) глубокая нейронная сеть.

Устойчивость — это минимум дисперсии функции ошибки (16):

D(S)→ min . (21)

При вычислении устойчивости выборка считается фиксированной и изменение устойч-
вости считается зависящим только от структуры и параметров модели.

Вычислительный экперимент
Исследуется процедура оптимизации структуры нейросети с сохранением качества ап-
проксимации. Структура оптимизируется с помощью генетического алгоритма. Цель
вычислительного эксперимента состоит в определении оптимальной позиции разделе-
ния автокодировщиков и нейронной сети, а так же исследовании зависимости точности,
сложности и устойчивости модели от способа задания структуры. Исходный код нахо-
дится на Github [20].

Процедура построения модели включает в себя следующие шаги:
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1. Задание суперпозиции. Для оптимизации параметров используется метод стоха-
стического градиентного спуска.

2. Структура модели оптимизируется генетическим алгоритмом.

3. Для сравнения сложности структуры и исследования зависимости ошибки от слож-
ности вводится отношение порядка на Γ.

Структура вычислительного эксперимента представлена на рис. 1.

Рис. 1: Функциональная схема программной системы для оптимизации структуры су-
перпозиции

Таблица 1: Описание выборок для экспериментов

Выборка D Размер train Размер val Размер test Объекты Признаки
Credit Card 18000 6000 6000 30000 35

Protein 27438 9146 9146 45730 9
Airbnb 6298 2100 2100 10498 16

Wine quality 2938 980 980 4898 11
Synthetic 1200 400 400 2000 30

Описание процедуры оптимизации.

1. Инициализируются начальные параметры и структура.
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2. Используется метод бустрепа для генерации дополнительных выборок. Бустреп
возвращает набор выбранных индексов объектов сообразно выбранной стратегии,
которая преследует следующие цели:

a) обучение: оптимизация параметров w,

b) контроль Γ,

c) валидация полученной модели f ,

d) вычисление дисперсии функии ошибки S.

3. Вычисление ошибки предсказания S и ошибки реконструкции Ex.

4. Оптимизация параметров алгоритмом стохастического градиентного спуска.

5. Оптимизация структуры генетическим алгоритмом.

6. Итеративное повторение шагов 3–5.

1 2 3 4 5

1

2

3

4

5

2.21

1.15

1.27

1.43

1.86

2.09

1.88

1.6

1.53

2.07

1.35

1.14

1.4

1.39

1.78

1.5

1.0

1.95

1.3

1.24

1.7

1.82

1.35

1.4

1.67

(а)

1 2 3 4 5

1

2

3

4

5

3.34

2.18

1.64

1.14

1.75

2.35

2.18

1.36

1.78

1.38

2.2

1.56

1.86

1.9

1.4

2.09

1.95

1.73

2.03

1.79

1.96

1.8

1.96

1.46

2.22

(б)

Рис. 2: Ошибка (16) в зависимости от конфигурации модели а) первый подход, б ) второй
подход. По горизонтали отложено количество слоев в автокодировщике, по вертикали —
в полносвязной сети.

Наборы данных. Качество предложенного подхода к построению модели оценива-
ется на нескольких реальных наборах данных и одном синтетическом наборе. Выборки
взяты из открытого репозитория данных для машинного обучения [7]. Описание всех
выборок представлено в табл 1. Синтетический набор данных состоит из признаков с
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Рис. 3: Параметры нейронов в зависимости от числа итераций: а) автокодироващик, б)
полносвязная сеть. Каждый график соответствует нейрону по порядку справа налево
и сверху вниз.

1 3 5

0.00040

0.00045

1 3 5 1 3 5 1 3 5 1 3 5

(а)

1 3 5

0.0002

0.0004

1 3 5 1 3 5 1 3 5 1 3 5

(б)

Рис. 4: Ошибка и ее дисперсия в зависимости от структуры модели а) первый подход, б)
второй подход. Порядковый номер графика и точки на графике соответствуют разному
количеству слоев соответствующей модели.

Таблица 2: Результат применения генетического алгоритма для прореживания сети

Выборка D Ошибка сети c
прореживанием

Ошибка сети без
прореживания

Сложность без
прореживания

Сложность после
прореживания

Credit Card 0.3204± 0.0032 0.2681± 0.0034 68 25
Protein 4.4968± 0.0238 4.4968± 0.0238 16 1
Airbnb 35.0773± 0.5909 33.9163± 0.5978 32 12
Wine quality 0.5818± 0.0147 0.5941± 0.0149 20 4
Synthetic,10−3 0.3005± 0.0081 0.303± 0.0079 60 12
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Рис. 5: Параметры нейронов в зависимости от числа итераций, полносвязная сеть,
второй подход. Каждый график соответствует нейрону по порядку справа налево и
сверху вниз.

различными свойствами ортогональности и коррелированности друг с другом и к це-
левой переменной. Процедура генерации синтетических данных описана в работе [2].
Возможны следующие конфигурации синтетических данных.

1. Неполный и скоррелированный: набор данных, содержащий коррелирующие при-
знаки, ортогональные с целевому вектору.

2. Адекватный и случайный: набор данных, содержащий случайные признаки, и име-
ющий один признак, апроксимирующий целевой вектор.

3. Адекватный и избыточный: набор данных, содержащий признаки, коррелирую-
щие с целевым вектором.

4. Адекватный и скорреллированный: набор данных, содержащий ортогональные
признаки, и признаки, коррелирующие с ортогональными. Целевой вектор яв-
ляется суммой ортогональных векторов.

Каждый набор данных разбивается на три части.

1. Обучающая выборка — 60% от исходного набора. На этой выборке модель трени-
руется, и фиксируются значения параметров.

2. Валидационная выборка — 20% от исходного набора. На этой выборке применя-
ется генетический алгоритм, который ищет оптимальную структуру.
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3. Тестовая выборка — 20% от исходного набора. Она никак не участвует в опти-
мизации структуры модели. Эта выборка используется только для контроля ка-
чества — сравнение модели исходной и оптимизированной структуры, а так же
сравнение с другими алгоритмами прореживания сетей.

Решается задача восстановления регрессии, то есть зависимой переменной является y ∈
R. В процессе работы были рассмотрены два подхода решения задачи, и соответственно
две структуры нейронной сети.

Первый подход. Автокодировщик преобразует входные векторы x, которые затем
подаются на вход полносвязной нейронной сети.

Второй подход. Оптимизируются параметры автокодировщика, его параметры
фиксируются и предпоследний слой соединяется с полносвязной нейросетью, оптими-
зирутся параметры модели. Предпоследний слой содержит меньшее количество пара-
метров по сравнению с размерностью входного пространства признаков, определяемое
количеством нейронов в этом слое. То есть полносвязная сеть получает на вход скрытое
представление исходной независимой переменной.

Параметры в обоих сетях инициализированы нормальным распределением с нуле-
вым средним и смещением

√
2

Nin+Nout
, где Nin — число входных признаков,

а Nout — число признаков на выходе слоя. Такая инициализация параметров была пред-
ложена в [5]. Она выбрана экспериментальным путем, как показывающая наилучший
результат точности аппроксимации. Каждая из сетей обучалась в течение 500 итераций
обновления параметров и размер пакета обучения равен 128. В качестве функции ак-
тивации в слоях автокодировщика используется Relu(x) = max(0, x), для полносвязной
сети тоже Relu, но в последнем слое id.

Для вычисления ошибки (16) используются выходные значения полносвязной сети.
Варьируется число промежуточных слоев автокодироващика и полносвязной сети от
одного до пяти. Рассмотривается декартово произведение двух
множеств: [1, 2, 3, 4, 5] × [1, 2, 3, 4, 5]. Число нейронов в каждом скрытом слое одинако-
во для любой сети и равно десяти. Для каждой конфигурации считается ошибка (16).
Качество оценивается на синтетическом наборе данных. Полученный результат пред-
ставлен на рис. 2. Размер пузыря пропорционален полученной ошибке. Каждая кон-
фигурация сети обучалась на наборе, полученном с помощью бустреп-метода из дан-
ных, взятых для обучения. Количество итераций процедуры бустреп-метода равно 10.
Ошибка считалась на отложенном наборе данных для тестирования. Видно, что при
увеличении числа слоев полносвязной сети ошибка в основном падает. Минимальная
ошибка достигается при конфигурации: четыре слоя автокодировщика и два слоя пол-
носвязной сети для первого подхода, и один слой автокодировщика и четыре слоя пол-
носвязной сети для второго подхода. Данную конфигурацию возьмем для дальнейшего
исследования параметров модели, соответственно используя второй подход. На рис. 3
показано изменение значений параметров в первом скрытом слое автокодировщика и
полносвязной сети в зависимости от числа итераций. Видно, что многие параметры, и
даже нейроны не изменяют свое начальное состояние. Вообще говоря, такие параметры
модели не влияют на ошибку и могут быть свободно удалены без потери качества.
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На рис. 4 представлена дисперсия (21) и значение ошибки (16) в зависимости от чис-
ла слоев в автокодировщике и полносвязной сети. Дисперсия была получена с помощью
десяти итераций бустрапирования обучающей выборки для каждой конфигурации. С
увеличением числа слоев в автокодировщике при использовании первого подхода сни-
жаются ошибка и дисперсия ошибки.

С помощью описанных двух подходов получается оптимальная архитектура соеди-
нения автокодировщика и полносвязной сети. Далее применяется описанный ранее ге-
нетический алгоритм для прореживания сети и уменьшения ее сложности. Алгоритм
применяется на нейронах каждого слоя сети. В табл. 2 приведены результаты приме-
нения генетического алгоритма для исследуемых наборов данных, качество алгорит-
ма оценивается по тестовой выборке. В качестве ошибки выступает (17), а в качестве
сложности алгоритма выступает число ненулевых нейронов. Под нулевым нейроном
понимается нейрон, все параметры которого равны нулю.

Заключение

В представленной работе исследовано два подхода построения модели, состоящей из ав-
токодировщика и нейронной сети и имеющей композитную функцию ошибки. Представ-
лены подходы по поиску оптимальной точки разделения автокодировщика и нейронной
сеть. Исследовано применение генетического алгоритма для оптимизации структуры и
снижения сложности. Работа предложенного алгоритма исследовалась на пяти различ-
ных наборах данных. Из приведенной таблицы можно сделать вывод, что предложен-
ный алгоритм работает и позволяет существенно снизить сложность модели без потери
качества аппроксимации.

Для дальнейшего развития предложенной идеи предполагается построить диффе-
ренцируемую функцию ошибки, которая будет зависеть от сложности модели. При по-
строении такой функции возможно применять различные оптимизационные алгоритмы
для уменьшения ошибки и одновременно сложности модели. Предполагается ввести но-
вый иерархический способ описания структуры модели.
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