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Аннотация

Данная работа описывает процесс построения темпоральной те-
матической модели для большой текстовой коллекции научных ста-
тей. В работе используется подход аддитивной регуляризации и стро-
ится тематическая модель, учитывающая метки времени докумен-
тов в виде отдельной модальности времени. Модель обучена на на-
боре из более чем 100000 научных статей за 2017 год.
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1. Введение

Данная работа посвящена методам анализа тематической структуры
большой текстовой коллекции и её динамики во времени.

Тематическая модель коллекции текстовых документов разбивает кол-
лекцию на некоторое количество тем и определяет, к каким темам отно-
сятся документы, а также какие слова образуют каждую тему. Эта задача
решается с помощью вероятностного тематического моделирования –
пользователем фиксируется число тем, после чего модель находит распре-
деления φwt = p(w|t) слов по темам и θtd = p(t|d) тем по документам.

Классический подход к решению задачи тематического моделирова-
ния – это латентное размещение Дирихле (LDA), описанный в работе [6].
Этот метод предполагает, что плотности φwt и θtd имеют распределение
Дирихле, которое является в данном случае байесовским регуляризато-
ром модели, который предотвращает переобучение. Но эта модель не даёт
возможности для добавления требований различности тем или разрежен-
ности распределений φwt и θtd и внесения других ограничений на модель.



Другим подходом, устраняющим эти ограничения, является аддитив-
ная регуляризация тематических моделей (ARTM, [2]). Он позволяет запи-
сать любое количество дополнительных требований к тематической моде-
ли в виде взвешенной суммы критериев, добавляемых к основному функ-
ционалу логарифмированного правдоподобия. В [2] показано, что функци-
оналы правдоподобия многих известных тематических моделей, таких как
LDA и PLSA, допускают такое представление, то есть фактически являют-
ся частными случаями регуляризации. При этом, в отличие от стандарт-
ных задач машинного обучения, таких как классификация и регрессия, в
тематическом моделировании возникает огромное разнообразие регуляри-
заторов, направленных на учёт различной дополнительной информации о
текстовой коллекции.

Темпоральные тематические модели учитывают дополнительно метки
времени yd, привязанные к каждому документу d. Помимо распределений
φwt и θtd, вводится распределение каждой темы во времени ξyt = p(y|t),
что позволяет рассмотреть динамику изменения тем во времени.

Одним способом [7], [8] анализа тем во времени является разбиение
исходной коллекции документов на пачки относящихся к одному времен-
ному интервалу и построение отдельной тематической модели для каждой
пачки, с последующим анализом тем.

Способы явного включения времени в вероятностную модель чаще все-
го основаны на байесовском подходе: желаемые особенности модели до-
бавляются с помощью указания априорных распределений на параметры.
Можно выделить два направления: использование непрерывного априор-
ного распределения p(y|t) времени для каждой темы и модели с дискрет-
ным временем, основанные на Марковском свойстве. Относящаяся к пер-
вому классу модель TOT (Topics Over Time), [5] расширяет модель LDA,
задавая априорное бета-распределение времени для каждой темы. Мину-
сом этой модели является то, что в реальной жизни темы могут быть
распределены совсем иначе и хочется найти их истиное распределение.

В данной работе с помощью подхода ARTM предлагается темпораль-
ная тематическая модель, обученная на выборке из более чем 100000 на-
учных статей портала arxiv.org, описывается использование различных
модальностей для улучшения модели, проводится анализ получившейся
модели.



2. Цель работы

Для коллекции научных статей построить темпоральную тематиче-
скую модель, учитывающую временную принадлежность каждого доку-
мента. Предполагается использование подхода аддитивной регуляризации.
На основании заданных метрик качества подобрать оптимальные парамет-
ры модели. Сравнить влияние регуляризации и использования модально-
стей на качество моделей.

3. Постановка задачи

Пусть D – конечный набор текстов, называемый коллекцией, а W –
набор слов, из которых состоят тексты (словарь). Для каждого слова w
известно, сколько раз оно встречается в данном документе d, обозначим
эту частоту как ndw. Длину документа обозначим nd. Предположим, что
появление каждого слова в каждом документе связано с некоторой ла-
тентной переменной из некоторого множества тем T .

На множестве D ×W × T введём вероятностное пространство с плот-
ностью p(d, w, t). Примем гипотезу условной независимости – будем счи-
тать, что вероятность появления слова w, относящегося к теме t в доку-
менте d не зависит от документа и описывается общим для всей коллекции
распределением:

p(w|d, t) = p(w|t). (1)

Используя формулу полной вероятности и данную гипотезу, получаем:

p(w|d) =
∑
t∈T

p(t|d)p(w|t). (2)

Параметрами модели являются условные вероятности φwt ≡ p(w|t) и θtd ≡
p(t|d). Известными данными в данной задаче является матрица F = (p̂(w|d))W×D
частотных оценок вероятностей p(w|d):

p̂(w|d) =
ndw

nd

.

Построить тематическую модель коллекции D значит найти множе-
ство тем T и стохастические матрицы Φ = (φwt)W×T и Θ = (θtd)T×D, столб-
цы которых — распределения слов по темам и тем по документам. Поиск



этих матриц производится методом максимизации логарифма правдопо-
добия коллекции:

logL(Φ,Θ) =
∑
d∈D

∑
w∈W

ndw log
∑
t∈T

φwtθtd −→ max
Φ,Θ

. (3)

При добавлении модальности времени вводится аналогичная гипотеза
условной независимости:

p(y|d, t) = p(y|t), (4)

где y – момент времени. По формуле полной вероятности выражаем рас-
пределение моментов времен по документам через смесь распределений:

p(y|d) =
∑
t∈T

p(t|d)p(y|t). (5)

Так как в задаче каждому документу d приписана метка времени yd ∈ Y ,
есть эмпирическое распределение:

p̂(y|d) = [y = yd].

Аналогично ставя задачу оптимизации для матриц

Ξ = (ξyt)Y×T и Θ = (θtd)T×D

и взвешенно суммируя две функции правдоподобия, получаем общую за-
дачу оптимизации для темпоральной тематической модели:

L(Φ,Θ,Ξ) = L1(Φ,Θ) + τL2(Θ,Ξ), (6)

logL(Φ,Θ,Ξ) −→ max
Φ,Θ,Ξ

(7)

Задача максимизации правдоподобия имеет бесконечно много локаль-
ных максимумов, что влечёт за собой неустойчивость модели.

В подходе ARTM [2] авторы предлагают в оптимизационной задаче (3)
добавить к логарифму правдоподобия еще r функционалов: Ri(Φ,Θ), i =
1, . . . , r называемых регуляризаторами, каждый со своим неотрицатель-
ным весом τi:

R(Φ,Θ) =
∑

i τiRi(Φ,Θ), logL(Φ,Θ) +R(Φ,Θ) −→ max
Φ,Θ

,

φwt > 0, θtd > 0,
∑
w

φwt = 1,
∑
t

θtd = 1.
(8)



4. Метрики для оценки модели
От распределений φwt и θtd, полученных в ходе построения тематиче-

ской модели, требуется обладание многими полезными свойствами: разре-
женностью — большим числом нулей, отсутствием фоновых слов в пред-
метных темах, различностью предметных тем друг от друга, плавностью
изменения тем во времени, а главное — интерпретируемостью.

Будем следить за набором дополнительных метрик, позволяющих на-
блюдать за процессом сходимости и определять, обладают ли искомые
распределения φwt и θtd перечисленными свойствами.

1) Перплексия — величина, выражающаяся через правдоподобие вы-
борки и позволяющая отслеживать сходимость метода оптимизации:

Perplexity(Φ,Θ) = exp
(
− 1

n

∑
d∈D

∑
w∈W

ndw log p(w|d)
)
,

p(w|d) =
∑
t∈T

φwtθtd, n ≡
∑
d∈D

∑
w∈W

ndw.

Численное значение перплексии не имеет интерпретации и позволяет
лишь сравнивать алгоритмы между собой. Значения чем меньше, тем
лучше.

2) Разреженность матриц Φ и Θ — доля нулевых элементов.
В предметных темах разреженность достигает 90−95%, поэтому, для
хорошей тематической модели разреженность необходима.

Лексическим ядром темы будем называть множество слов, отличающих
данную тему от остальных:

Wt = {w ∈ W | p(t|w) > δ}.

p(t|w) = φwt
nt

nw

,

nt =
∑
d∈D

∑
w∈d

ntdw

nw =
∑
d∈D

ndw



На основе ядра темы строятся следующие две оценки:

3) Чистота — суммарная вероятность слов ядра:

Purity(t) =
∑
w∈Wt

p(w|t) =
∑
w∈Wt

φwt

показывает насколько хорошо тема описывается своим ядром. Чем
выше, тем лучше.

4) Контрастность — средняя вероятность встретить слова ядра в кон-
кретной теме:

Contrast(t) =
1

|Wt|
∑
w∈Wt

p(t|w)

При большой контрастности тема однозначно угадывается по своему
ядру, при малой – тема размывается, становится нечеткой.



5. Эксперимент
5.1. Исходные данные. В качестве исходных данных для создания

тематической модели был использован корпус научных статей портала
archive.org. Портал предоставляет бесплатный доступ к различным ма-
териалам, в частности — к научным статьям. Все данные хранятся в об-
лачном хранилище Amazon S3.

Нас будут интересовать научные статьи, относящиеся к шести большим
разделам науки, представленным на портале:

• физика
• математика
• компьютерные науки
• финансы
• биология
• статистика

Все данные архива хранятся в облачном хранилище Amazon S3. Нуж-
ные нам статьи содержатся в формате pdf. Они заархивированы и распре-
делены по пакетам, каждый из которых весит порядка 500 мегабайт. Для
формирования корпуса текстовых документов был автоматизирован про-
цесс загрузки и обработки данных, а также создан модуль, собирающий
метаинформацию для обработанных документов, включающую сведения
об авторах, времени публикации, разделе науки, к которому относится
документ и т.д. В качестве осоновы использовались результаты работы
[3]. Для извлечения текста из pdf файлов был использован инструмент
XpdfReader [4], способный также доставать дополнительную информа-
цию о файлах и все изображения (может быть использовано в дальней-
шем).

5.2. Подготовка данных. Для того, чтобы можно было приступить
к анализу текстового корпуса необходимо провести обработку данных.
Исходные текстовые файлы содержат очень «сырой» текст, содержащий
некорректно конвертированные из pdf в txt слова, опечатки, сноски, по-
метки. Необходимо очистить текст от всего лишнего и в дальнейшем рабо-
тать уже с подготовленными данными. Для каждого текстового документа
выполняются следующие действия:

1) Все слова приводятся к нижнему регистру.



2) Удаляются ненужные символы окончания строк и обрабатываются
переносы слов.

3) Текст разделяется на слова с помощью регулярных выражений python —
специальных шаблонов для поиска подстроки в тексте. Таким обра-
зом, мы избавляемся от всех формул, гиперссылок, обозначений па-
раграфов, чисел и других объектов, не представляющих смысловой
нагрузки.

4) Удаляются слова, длина которых меньше трех или больше двадцати
символов, поскольку короткие слова, такие как предлоги и союзы, не
будут отражать общей картины при анализе текстов, а очень длин-
ные слова вероятнее всего появились в результате склеивания при
неправильном конвертировании.

5) Удаляются слова, в которых встречаются три и более подряд идущих
одинаковых символов.

6) Удаляются стоп-слова — слова, встречающиеся почти в каждом до-
кументе. Для получения списка стоп-слов используется библиотека
ntlk.

7) Проводится стемминг оставшихся слов. Стемминг — процесс нахож-
дения основы слова (неизменяемой части, которая необязательно сов-
падает с морфологическим корнем) для заданного исходного сло-
ва. Для нормализации текста был выбран стеммер из библиотеки
Snowball.

Для лучшей интерпретируемости тем наряду с обычными токенами
(униграммами) было решено использовать биграммы и триграммы. Для
решения данной задачи применяется алгоритм TopMine (рис. 1).

В итоге для каждого документа были получены словари униграм, би-
грам и триграм. Каждый вид терма был соотнесен с отдельной модаль-
ностью. Общее количество обработанных документов — 111924. Размер
получившегося словаря токенов всех модальностей —100892.

5.3. Базовая модель. Заданное количество тем для эксперимента -
200. Для выделения фона и слов общей лексики было отведено 5 тем
(backgroung topics). В качестве базовой модели будем строить темати-
ческую модель используя только униграммы и без регуляризатров. Для
оценки качества модели рассматриваем слежующие метрики: разрежен-
ность матриц Φ и Θ, перплексия, контрастность и чистота ядер тем.



Рис. 1

После 10 эпох EM-алгоритма получаем следующие результаты (рис. 2).

5.4. Использование регуляризаторов. Добавим набор регуляриза-
торов для улучшения модели. Испоьзуем подход аддитивной регуляриза-
ции.

Тактика использования регуляризаторов:

1) Декореллирующий регуляризатор предметных тем матрицы Φ (для
различности предметных тем).

2) Сглаживающий регуляризатор фоновых тем матрицы Φ
3) Разреживающий регуляризатор предметных тем матрицы Φ (для вы-

деления более четких ядер тем)
4) Сглаживающий регуляризатор фоновых тем матрицы Θ
5) Разреживающий регуляризатор предметных тем матрицы Θ

В результате мы получили хорошие значения разреженности матриц
Φ и Θ, а также улучшили значения контрастности и чистоты тем (рис. 3).



(a) График перплексии и разреженности матриц Φ и Θ

(b) График чистоты и контрастности тем

Рис. 2. Графики для униграммной тематической модели без регуляризаторов

5.5. Добавление времени. В рамках основного эксперимента к преды-
дущей модели были добавлены метки времени документов. Меткой време-
ни в данном случае являлся месяц публикации статьи. Наряду с описанны-
ми выше регуляризаторами для модальности времени будем использовать
регуляризатор разреживания предметных тем и регуляризатор сглажи-



вания фоновых тем. Спустя 20 эпох имеем следующие результаты (рис.
4).

Используя ngramm-ы в качестве отдельных модальностей можно до-
биться достаточно хорошо интерпретируемых тем (рис. 5).

(a) График перплексии и разреженности матриц Φ и Θ

(b) График чистоты и контрастности тем

Рис. 3. Графики для униграммной тематической c использованием
регуляризаторов



(a) График перплексии и разреженности матриц Φ и Θ

(b) График чистоты и контрастности тем

Рис. 4. Графики для тематической модели с 4-мя модальностями (униграммы,
биграммы, триграммы, временные метки) c использованием регуляризаторов

Получив распределния тем по временным отрезкам можно выделить
событийные темы — темы, которые имеют явные всполохи лишь в неболь-
шом количестве временных отрезков. Если упорядочить матрицу timestamsp-
topics, то при визуализации видно, что темы в перых столбцах сконцен-
трированы в определенных временных отрезках (рис. 6).



Рис. 5. Примеры выделенных тем

Рис. 6
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