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Аннотация

Иерархический тематический навигатор — это система, помогающая пользовате-

лю ориентироваться в коллекции текстовых документов и показывающая структуру

коллекции в виде иерархии тем. Находясь в любой теме, пользователь выбирает, в

какие подтемы или надтемы перейти; так он быстро находит множество интересных

ему документов. Подобные системы удобно создавать на основе тематических моде-

лей, представляющих каждый документ коллекции в виде смеси тем и для каждой

темы определяющих ее лексических состав. Для этого необходимо усложнить модель,

чтобы она могла описывать связи надтема-подтема. Цель данной работы — разра-

ботать подход к построению иерархических тематических моделей, которые станут

удобной основой для создания тематического навигатора. Введены формальные тре-

бования, которым должна удовлетворять модель. Предложено два способа построения

иерархии: нисходящий, то есть постепенно дробящий темы на подтемы, и строящий

всю тематическую иерархию целиком. Предложены критерии качества, оценивающие

выполнение различных свойств иерархии. В экспериментах показывается, что пред-

ложенные способы позволяют строить интерпретируемые тематические иерархии, в

которых удобно ориентироваться пользователю. На основе одной из предложенных

иерархических моделей создан интерактивный навигатор по коллекции статей двух

русскоязычных конференций по анализу данных.
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1 Введение

Людям часто приходится выбирать источники информации. В эпоху информационных
технологий у нас появляется доступ к неограниченному объему знаний, доступных че-
рез сеть Интернет, но физически мы можем ознакомиться только с малой частью этих
данных. Возникает потребность в системах автоматической организации информации для
пользователя. Человечество разработало качественные решения этой проблемы для слу-
чаев, когда пользователя знает, какую конкретно информацию хочет получить. Однако
вопрос, как найти полезную информацию, не задавая поискового запроса, до сих пор оста-
ется открытым.

Решением могут служить иерархические тематические навигаторы. По аналогии с иде-
ей файловой системы компьютера навигатор позволяет организовать документы большой
информационной коллекции в виде иерархии тем. Спускаясь по иерархии сверху вниз,
пользователь выбирает интересные ему подтемы и видит документы, релевантные текущей
теме. Таким образом, пользователь быстро находит узкую группу материалов, которые ему
интересны, изначально не зная, какова тематика всей коллекции. Помимо организации до-
кументов, такая система должна без участия человека аннотировать темы, то есть кратко
характеризовать их содержание, чтобы пользователь мог быстро отличать темы друг от
друга.

Последние пятнадцать лет активно развивается раздел машинного обучения, решаю-
щий задачу поиска тем в коллекции документов — вероятностное тематическое модели-
рование. Тематические модели описывают каждый документ как смесь тем, а темы пред-
ставляют в виде дискретного вероятностного распределения над множеством терминов.
Иными словами, модель задает компактное представление для коллекции, которое позво-
ляет быстрее ознакомиться с ее содержанием. Однако на больших текстовых коллекциях,
когда число тем становится равным нескольким сотням или тысячам, даже такое представ-
ление в виде набора тем перестает быть удобным. Появляется потребность в построении
иерархических тематических моделей, в которых крупные темы постепенно дробятся на
более узкие, специализированные темы.

Таким образом, иерархические тематические модели, во-первых, помогают представить
структуру коллекции текстовых документов в виде иерархии тем, а во-вторых, характери-
зуют лексический состав каждой темы. Это позволяет пользователю наиболее полно позна-
комиться с областью знаний, к которой относится коллекция. В некоторых исследованиях
задача выделения тематической лексики является доминирующей, тогда специально под-
бирают набор данных, релевантный рассматриваемой области, и строят его тематическую
модель.
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В литературе широко освещена тема автоматической организации документов в еди-
ную иерархию, и разные работы отличаются, во-первых, требованиями, которые авторы
предъявляют к иерархии, а во-вторых, математическим аппаратом, который используется
для решения задачи.

Большинство подходов к построению иерархий вероятностные: в них термины, темы
и документы считаются случайными величинами, а коллекция моделируется с помощью
процесса порождения слова в документе. Одна и первых таких иерархических моделей
предложена в [11]: иерархия представляется в виде дерева тем, и ее можно достраивать
при добавлении новых документов в коллекцию. В [15] ключевая идея состоит в отказе
от ограничения на граф: иерархия является многодольным графом, то есть темы могут
иметь несколько надтем. Авторы [28] также представляют иерархию в виде многодольно-
го графа и описывают две модели, которые автоматически определяют количество тем и
количество уровней, или долей в графе. Одна модель строит иерархию документов, дру-
гая — иерархию терминов, совместить эти модели в одной не предлагается. Аналогично,
в [19] темы описываются только лексикой, то есть связь документов и тем не моделируется;
ключевая особенность — темы представляются как список фраз, а не отдельных терминов,
в результате повышается интерпретируемость тем. Список терминов родительской темы
получается объединением списков терминов дочерних тем. Этот подход развивается в [9],
где модель учитывает не только текстовую, но и иную информацию, представленную в
коллекции: авторов, метки времени, локации на карте и т. д. В [22] делают акцент на трех
приоритетах: масштабируемость, то есть быстрое построение модели на больших коллек-
циях, устойчивость, то есть построение похожих моделей при повторных запусках, и интер-
претируемость. В [24] к этому списку добавляется еще одна цель: возможность учитывать
указания эксперта, например указание объединить две темы. На важность масштабируе-
мости алгоритма обучения также указывают авторы [20].

С другой стороны, разработано много невероятностных подходов к структуризации
текстовой информации. К примеру, в [6] авторы ставят задачу систематизации лексики,
специфичной для конкретной области знаний, и решают ее с помощью иерархической
кластеризации множества ключевых слов этой области. Другой подход, основанный на
иерархической кластеризации, но уже документов, описан в [13]; предложен алгоритм,
позволяющий добавлять в иерархию новые документы без повторной обработки старых.
Авторы [10] предлагают для составления иерархии документов сопоставить каждому доку-
менту несколько статей Википедии, а затем выделить ту часть существующей иерархиче-
ской категоризации открытой энциклопедии, которая соответствует тематике коллекции.
Основной акцент в этой статье делается на удобстве пользователя: иерархия должна по-
могать пользователю выбирать документы для просмотра, давать обзор всей коллекции,
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показывать краткую информацию о документах.
Мы видим, что в каждой статье по-своему выбирают свойства, которым должна удо-

влетворять иерархия, и исходя из них определяют ее структуру. Иерархия может быть
деревом или многодольным графом с увеличивающимся числом тем на каждом уровне;
документы могут располагаться только в вершинах нижнего уровня или в вершинах про-
межуточных уровней тоже, и аналогично с терминами; модель может учитывать только
лексику предметной области или только релевантные ей документы, а может более полно
описывать область, указывая не только термины и документы, характеризующие тему,
но и другие объекты, например авторов или географические локации. Полнота описания
обычно характерна для вероятностных подходов, потому что в них проще учесть объекты
разной природы. Однако в них часто делают акцент на технических, математических или
лингвистических особенностях модели. Если ставить задачу построения тематического на-
вигатора, который будет удобен пользователю, то нужно в первую очередь анализировать,
какие свойства иерархии упростят его работу с коллекцией. Именно так ставят задачу
в [10].

Цель данной работы — предложить способ построения тематической иерархии, которая
наиболее полно описывает коллекцию и учитывает всю информацию, известную о доку-
ментах, и на основе которой будет удобно создавать тематический навигатор для пользо-
вателя. Отметим, что понятия тематической иерархии и тематического навигатора не тож-
дественны: иерархия — это математическая модель коллекции документов, а навигатор —
это способ представления информации для пользователя. В данной работе предполагается,
что навигатор составляется на основе модели путем извлечения из нее наиболее важной
информации, полученной из коллекции в результате обучения.

Перечислим и обоснуем требования, которым должны удовлетворять иерархическая
тематическая модель и тематический навигатор:

∙ требование полноты описания: иерархия должна быть представлена в виде графа тем,
и каждая тема должна описываться, как минимум, релевантными терминами и доку-
ментами. Если для документа известно иное признаковое описание, кроме текстового,
то можно выделять также списки признаков, релевантных теме. Это требование поз-
воляет учитывать как можно больше информации, содержащейся в коллекции. От-
метим, что документы могут описываться несколькими темами, располагающимися
на одном или разном уровнях, то есть документ не обязан быть монотематическим.

∙ структурное требование: иерархия должна быть представлена в виде разреженно-
го многодольного графа с увеличивающимся количеством тем на каждом уровне.
Иными словами, темы могут иметь несколько надтем, но в целом граф должен быть
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близок к дереву. В таком графе пользователю будет проще переходить в смежные
темы, и он лучше познакомится с коллекцией.

∙ требование разреженности: каждый термин и документ должен быть релевантен
небольшому количеству тем в рамках одного уровня. Пользователю сложно воспри-
нимать длинный список объектов, характеризующих тему.

∙ требование масштабируемости: обучение модели должно требовать малого числа про-
ходов по коллекции. В противном случае область применимости метода ограничится
небольшими коллекциями.

Кроме того, можно выделить несколько желаемых, но необязательных требований к мо-
дели:

∙ требование расслоения словаря: термин, характеризующий тему, должен иметь прак-
тически нулевые вероятности появления в ее подтемах. Так будет проще видеть раз-
личия между подтемами. Можно сформулировать ослабленное требование к навига-
тору, получающемуся из модели: термин, характеризующий тему, не должен показы-
ваться в ее подтемах.

∙ требование расслоения документа: для каждого документа хочется знать, насколько
узка его тематика, то есть видеть, какая доля документа сконцентрирована на каж-
дом уровне иерархии. Модель должна позволять оценивать этот вектор пропорций
для каждого документа в процессе обучения.

Мы будем рассматривать только вероятностные подходы, потому что они являются обоб-
щениями классических тематических моделей и позволяют выполнить требование полноты
описания.

В следующем за введением обзоре литературы мы проанализируем, каким требованиям
не удовлетворяют существующие подходы. Далее в работе вводятся и экспериментально
исследуются два предложенных подхода к построению иерархии, а также описывается
способ построения тематического навигатора на основе этих моделей. Затем производится
сравнение двух предложенных подходов.

2 Обзор литературы

2.1 Обозначения и определения

Пусть 𝐷 – множество текстовых документов, 𝑊 – множество всех употребляемых в
коллекции терминов — слов или словосочетаний, также именуемое словарем. Каждый до-
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кумент 𝑑 ∈ 𝐷 представляет собой последовательность 𝑛𝑑 терминов (𝑤1, . . . , 𝑤𝑛𝑑
), принад-

лежащих словарю 𝑊 . В тематическом моделировании принимается гипотеза о том, что
порядок терминов в тексте не важен для определения его тематики. Тогда коллекцию
можно представить в виде матрицы частот слов с элементами 𝑛𝑑𝑤 – частота вхождения
термина 𝑤 в документ 𝑑. Длину документа будем обозначать 𝑛𝑑. По матрице частот слов
можно оценить вероятности появления терминов в документе: 𝑝(𝑤|𝑑) = 𝑛𝑑𝑤

𝑛𝑑
.

Если документ, помимо текстового описания, характеризуется другими признаками, на-
пример автором или ключевыми словами, то говорят, что в него входят элементы разных
модальностей. Каждой модальности соответствует отдельный словарь, состоящих из все-
возможных значений элементов модальности. В примере выше словари авторов и ключе-
вых слов будут состоять соответственно из фамилий всех авторов, написавших документы,
и всех ключевых слов, встретившихся в коллекции. В этом случае считается, что термины
также формируют отдельную, текстовую, модальность. Множество модальностей будем
обозначать 𝑀 , а их словари — 𝑊𝑚, 𝑚 ∈𝑀 ; 𝑊 = ∪𝑚∈𝑀𝑊

𝑚.
Как уже отмечено во введении, тематической иерархией мы называем многодольный

граф с вершинами-темами и ребрами, показывающими связи между ними. Доли графа бу-
дем считать упорядоченными в порядке роста количества тем-вершин в каждой доле и на-
зывать их уровнями или слоями. Если две темы соединены ребром, то тему, находящуюся
на уровне выше, называют родительской, а тему на следующем уровне — дочерней темой.
Если самый верхний уровень иерархии представлен одной темой, ее называют корневой.
Уровни иерархии будем обозначать 1, . . . , 𝐿, множества тем этих уровней — 𝑆1, . . . , 𝑆𝑙.
Обычные, не иерархические, тематические модели, в которых все темы равносильны и
формируют одно множество тем 𝑆, называют плоскими.

Будем говорить, что в отличие от иерархии-дерева, иерархия в виде многодольного
графа разрешает множественное наследование тем, то есть допускает ситуацию, когда
одна тема имеет несколько родительских.

2.2 Плоские тематические модели и их обобщения

Вероятностный латентный семантический анализ. Первая вероятностная темати-
ческая модель была предложена Томасом Хоффманом в [12]. В ней вводятся две матрицы
параметров: Φ = {𝜑𝑤𝑠}𝑤∈𝑊,𝑠∈𝑆, 𝜑𝑤𝑠 = 𝑝(𝑤|𝑠) и Θ = {𝜃𝑠𝑑}𝑠∈𝑆,𝑑∈𝐷, 𝜃𝑠𝑑 = 𝑝(𝑠|𝑑). Будем обозна-
чать дискретные распределения 𝜑𝑠 = {𝜑𝑤𝑠}𝑤∈𝑊 и 𝜃𝑑 = {𝜃𝑠𝑑}𝑠∈𝑆. Модель предполагает сле-
дующий процесс генерации текстовой коллекции документов:

1: для всех документов 𝑑 ∈ 𝐷:
2: для 𝑖 = 1, . . . , 𝑛𝑑 сгенерировать 𝑖-е слово 𝑤 в документе:
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3: сгенерировать 𝑠 ∼ Mult(𝜃𝑑);
4: сгенерировать 𝑤 ∼ Mult(𝜑𝑠).

Здесь и далее Mult(𝑥) обозначает дискретное распределение, задаваемое вектором вероят-
ностей 𝑥.

Этому процессу соответствует следующая модель коллекции:

𝑝(𝑤|𝑑) =
∑︁
𝑠∈𝑆

𝑝(𝑤|𝑠)𝑝(𝑠|𝑑) =
∑︁
𝑠∈𝑆

𝜑𝑤𝑠𝜃𝑠𝑑.

При этом вводится гипотеза условной независимости:

𝑝(𝑤|𝑠, 𝑑) = 𝑝(𝑤|𝑠),

вероятность появления элемента 𝑤 в теме 𝑠 не зависит от того, к какому документу он
относится.

Таким образом, коллекция, представленная матрицей частот слов 𝐹 = {𝑛𝑑𝑤}𝑑∈𝐷,𝑤∈𝑊 ,
моделируется матричным произведением:

𝐹 ≈ ΦΘ.

В этом подходе предполагается, что каждое слово в документе связано с некоторой
скрытой, или латентной, темой; тогда величины 𝑝(𝑠|𝑑, 𝑤) — это скрытые переменные.

Параметры модели настраиваются методом максимального правдоподобия с помощью
ЕМ-алгоритма: ∑︁

𝑑∈𝐷

∑︁
𝑤∈𝑊

𝑛𝑑𝑤 ln
∑︁
𝑠∈𝑆

𝜑𝑤𝑠𝜃𝑠𝑑 → max
Φ,Θ

, (1)

∑︁
𝑤∈𝑊

𝜑𝑤𝑠 = 1;𝜑𝑤𝑠 > 0;
∑︁
𝑠

𝜃𝑠𝑑 = 1; 𝜃𝑠𝑑 > 0. (2)

Этот подход получил название вероятностный латентный семантический анализ (Probabilistic
Latent Semantic Analysis, PLSA).

Латентное размещение Дирихле В 2003 году Дэвид Блей в [7] предложил латентное
размещение Дирихле (Latent Dirichlet Allocation, LDA) — байесовскую трактовку модели
PLSA. В ней вводятся априорные распределения Дирихле на параметры модели. Обозна-
чим гиперпараметры априорных распределений 𝛼, 𝜂, 𝜉. Модель основана на следующем
процессе генерации документа 𝑑:

1: сгенерировать длину документа из пуассоновского распределения: 𝑛𝑑 ∼ Poisson(𝜉)

2: сгенерировать распределение над множеством тем 𝜃𝑑 ∼ Dir(𝛼)

3: для 𝑖 = 1, . . . , 𝑛𝑑 сгенерировать 𝑖-е слово 𝑤 в документе:
4: сгенерировать 𝑠 ∼ Mult(𝜃𝑑);
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5: сгенерировать 𝑤 ∼ Mult(𝜑𝑠).

Позже в модель добавили еще один шаг генерации вероятностных распределений тем,
который выполняется до генерации документов:

сгенерировать распределение 𝜑𝑠 ∼ Dir(𝜂) для всех 𝑠 ∈ 𝑆.

Обучение модели состоит в поиске апостериорных распределений на параметры Φ и Θ.
Для этого используют вариационный вывод [7] или семплирование Гиббса [26].

Обобщения LDA Модель LDA стала основой для многочисленных обобщений, позволя-
ющих учитывать в тематической модели дополнительную информацию или предъявлять
к ней дополнительные требования. Рассмотрим некоторые обобщения, связанные с введен-
ными требованиями к модели.

В модели Author Topic Model (ATM) [5] предлагается способ учета авторов документов
в модели. Теперь каждый документ ассоциируется с равномерным распределением над
множеством его авторов 𝑎 ∈ 𝐴𝑑, а каждый автор — с распределением над множеством тем
𝜃𝑎. Добавляется шаг генерации распределений 𝜃𝑎 ∼ Dir(𝛼), 𝑎 ∈ 𝐴 = ∪𝑑𝐴𝑑. Для генера-
ции слова 𝑤 в документе 𝑑 сначала выбирается автор 𝑎 из равномерного распределения
Unif(𝐴𝑑), затем тема 𝑠 ∼ Mult(𝜃𝑎), затем слово 𝑤 ∼ Mult(𝜑𝑠). Модель обучается с помощью
семплирования Гиббса.

Несколько подходов разработано для построения разреженных тематических моделей,
то есть таких, в которых каждый термин и документ связаны с малым числом тем. В под-
ходе Fully Sparse Topic Models (FSTM) [23] предлагается вместо априорных распределений
Дирихле на 𝜑𝑠 и 𝜃𝑑 использовать другие априорные распределения, которые повышают
разреженность.

В модели Topic Model with Special Words (SWB) [8] вводится предположение, что доку-
мент состоит из терминов трех типов: тематическая лексика, специальная лексика доку-
мента и общая лексика коллекции. Соответственно, для генерации слова сначала выбира-
ется множество, из которого оно генерируется, а затем слово генерируется либо согласно
стандартной процедуре LDA, если слово тематическое, или из одного из двух дискретных
распределений, соответствующих общему распределению коллекции или специфическом
распределению документа. Апостериорное распределение находится с помощью семлпиро-
вания Гиббса.

Недостаток всех этих моделей в том, что их трудно совместить в одной. Поэтому в ли-
тературе не встречаются подходы, когда данные обобщения были бы применены к иерар-
хической тематической модели.
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Аддитивная регуляризация тематических моделей В [25] предлагается способ сов-
мещения разных модификаций модели в одной благодаря введению регуляризаторов в
модель PLSA и поддержке многомодальности. Подход назван аддитивная регуляризация
тематических моделей (Additive Regularization of Topic Models, ARTM).

В ARTM вводится несколько матриц тем, по одной на каждую модальность: Φ𝑚 =

{𝑝(𝑤|𝑠)}𝑤∈𝑊𝑚,𝑠∈𝑆. Обратим внимание, что столбцы каждой матрицы Φ𝑚 являются дис-
кретными вероятностными распределениями. Обозначим Φ = ∪𝑚Φ𝑚.

Кроме того, вводятся регуляризаторы — дополнительные критерии 𝑅𝑖(Φ,Θ), характе-
ризующие качество модели. Например, регуляризаторы могут задавать лингвистические
свойства, которыми должна обладать модель.

Для оценивания параметров модели максимизируется логарифм правдоподобия со взве-
шенной суммой регуляризаторов 𝑅(Φ,Θ) =

∑︀
𝑖 𝜏𝑖𝑅𝑖(Φ,Θ):∑︁

𝑚∈𝑀

𝜂𝑚
∑︁
𝑑∈𝐷

∑︁
𝑤∈𝑊𝑚

𝑛𝑑𝑤 ln
∑︁
𝑠∈𝑆

𝜑𝑤𝑠𝜃𝑠𝑑 +𝑅(Φ,Θ) → max
Φ,Θ

, (3)

∑︁
𝑤∈𝑊𝑚

𝜑𝑤𝑠 = 1;𝜑𝑤𝑠 > 0;
∑︁
𝑠

𝜃𝑠𝑑 = 1; 𝜃𝑠𝑑 > 0, (4)

где коэффициенты 𝜂𝑚 введены для балансирования важности модальностей 𝑊𝑚, а коэф-
фициенты 𝜏𝑖 — для балансирования между оптимизацией нескольких критериев.

В [25] доказана следующая теорема.

Теорема 1 (Воронцов, Потапенко) Если 𝑅(Φ,Θ) непрерывно дифференцируема, то ста-
ционарная точка задачи (3)–(4) удовлетворяет следующей системе уравнений:

E-шаг: 𝑝(𝑠|𝑑, 𝑤) = norm
𝑠∈𝑆

(𝜑𝑤𝑠𝜃𝑠𝑑);

M-шаг: 𝑛𝑤𝑠 =
∑︀
𝑑∈𝐷

𝜂𝑚(𝑤)𝑛𝑑𝑤𝑝(𝑠|𝑑, 𝑤), 𝑛𝑠𝑑 =
∑︀
𝑤∈𝑊

𝜂𝑚(𝑤)𝑛𝑑𝑤𝑝(𝑠|𝑑, 𝑤);

𝜑𝑤𝑠 = norm
𝑤∈𝑊𝑚

(︂
𝑛𝑤𝑠 + 𝜑𝑤𝑠

𝜕𝑅

𝜕𝜑𝑤𝑠

)︂
, 𝜃𝑠𝑑 = norm

𝑠∈𝑆

(︂
𝑛𝑠𝑑 + 𝜃𝑠𝑑

𝜕𝑅

𝜕𝜃𝑠𝑑

)︂
;

где 𝑚(𝑤) обозначает модальность сущности 𝑤, а оператор norm преобразует веще-
ственный вектор в дискретное распределение: norm

𝑡∈𝑇
(𝑥𝑡) = max{𝑥𝑡,0}∑︀

𝑡∈𝑇 max{𝑥𝑡,0}) .

Применение метода простой итерации к данной системе уравнений дает EM-алгоритм
для обучения модели: E- и М-шаги алгоритма чередуются до стабилизации логарифма
правдоподобия. Параметры модели инициализируются случайно.

В результате можно предъявлять различные требования к модели и учитывать их в ви-
де новых регуляризаторов или модальностей. Недостаток подхода состоит в необходимости
настройки коэффициентов 𝜏𝑖 и 𝜂𝑚.
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К примеру, требование разреженности можно формализовать в виде регуляризатора
разреживания матрицы Φ [25]:

𝑅1(Φ,Θ) = 𝑅1(Φ) = −𝜏1
∑︁
𝑠∈𝑆

KL(𝛽||𝜑𝑠) = 𝐶 − 𝜏1
∑︁
𝑠∈𝑆

∑︁
𝑤∈𝑊

𝛽𝑤 ln𝜑𝑤𝑠,

KL(𝑝||𝑞) обозначает дивергенцию Кульбака-Лейблера между двумя вероятностными рас-
пределениями с одним носителем 𝑥 ∈ 𝑋: 𝐾𝐿(𝑝||𝑞) =

∑︀
𝑥∈𝑋 𝑝(𝑥) ln 𝑝(𝑥)

ln 𝑞(𝑥)
, 𝐶 — константа, не

зависящая от Φ, 𝛽 — заданное распределение над множеством слов, например равномерное
или 𝑝(𝑤), посчитанное по всей коллекции. В этом регуляризаторе мы стремимся сделать
распределения 𝜑𝑠 как можно менее похожими на равномерное, то есть поощряем разре-
женность.

Ввести в модель авторов можно через аппарат модальностей: достаточно составить
словарь 𝑊 2 всех авторов, которые могут встретиться в коллекции, и добавить матрицу Φ2

этой модальности к параметрам модели.
Итак, вероятностное тематическое моделирование — это богатый набор методов для се-

мантического анализа текстовых коллекций, который позволяет учитывать разные требо-
вания к модели. Благодаря широким возможностям, предоставляемым аппаратом вероят-
ностных моделей, можно усложнять генеративный процесс и с его помощью моделировать
иерархические взаимосвязи между темами. Этому посвящен следующий подраздел.

2.3 Иерархические тематические модели

Для построения иерархической тематической модели, как правило, используются два
способа: усложнение генеративного процесса порождения коллекции и составление иерар-
хии путем многократного построения плоской тематической модели. При этом возможны
три варианта процесса обучения модели: обучение всех уровней одновременно, построение
иерархии сверху вниз, когда сначала обучаются параметры крупных тем, а затем спе-
циализированных, и в противоположном направлении — построение модели снизу вверх.
Последние два способа называют соответственно нисходящим и восходящим способом по-
строения тематической иерархии.

Hierarchical LDA. Первое обобщение LDA для построения иерархий было предложе-
но автором LDA, Дэвидом Блеем, в [11]. Иерархия здесь представляется в виде дерева
тем, глубина дерева фиксирована и равна 𝐿. Модель сама определяет количество подтем
в каждом узле; для этого априорное распределение на путь документа от корня к листу
задается с помощью вложенного процесса китайского ресторана (nested Chinese Restraunt
Process, nCRP), принимающего в качестве параметров 𝐿 и коэффициент 𝛾. Пусть мы ге-
нерируем путь документа в дереве, в данный момент находимся в вершине 𝑠𝑙 уровня 𝑙
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и хотим выбрать подтему 𝑠𝑙+1 среди подтем 𝐶𝑙. Тогда мы выберем одну из существую-
щих вершин-подтем с вероятностью, пропорциональной количеству документов, уже от-
носящихся к этой вершине, или с вероятностью, пропорциональной 𝛾, создадим новую
подтему. В результате процесс генерации документа коллекции выглядит следующим об-
разом:

1: Начать с корня дерева — вершины 𝑠1.
2: для всех 𝑙 = 2, . . . , 𝐿

3: выбрать подтему 𝑠𝑙 с помощью nCRP
4: сгенерировать распределение над множеством выбранных подтем (𝑠1, . . . , 𝑠𝐿) 𝜃𝑑 ∼ Dir(𝛼)

5: для 𝑖 = 1, . . . , 𝑛𝑑 сгенерировать 𝑖-е слово 𝑤 в документе:
6: сгенерировать уровень 𝑙 ∼ Mult(𝜃𝑑);
7: сгенерировать 𝑤 ∼ Mult(𝜑𝑠𝑙).

Апостериорное распределение на параметры находится с помощью семплирования Гиббса.
Параметры всех уровней иерархии оцениваются одновременно.

Заметим, что каждый новый документ, поступающий в коллекцию, может добавить в
дерево новые темы, если его терминология сильно отличается от терминологии существу-
ющих тем.

Pachinko allocation, Hierarchical pachinko allocation. В [14] иерархия задается мно-
годольным графом. Каждая вершина 𝑠𝑙 ассоциируется с распределением Дирихле Dir(𝛼𝑠𝑙)
над векторами, задающими распределение над темами 𝑠𝑙+1 ∈ 𝑆𝑙+1 следующего уровня.
Распределения над множеством слов задаются только в темах последнего уровня. Модель
генерации документа 𝑑 выглядит следующим образом:

1: для каждой вершины 𝑠𝑙 графа:
2: сгенерировать распределение над темами следующего уровня 𝜃𝑠𝑙 ∼ Dir(𝛼𝑠𝑙)
3: для 𝑖 = 1, . . . , 𝑛𝑑 сгенерировать 𝑖-е слово 𝑤 в документе:
4: сгенерировать путь (𝑠1, . . . , 𝑠𝐿) в графе: 𝑠𝑙+1 ∼ Mult(𝜃𝑠𝑙), 𝑠1 — корневая тема
5: сгенерировать 𝑤 ∼ Mult(𝜑𝑠𝐿).

В [15] эта модель усложняется тем, что термины могут генерироваться и из тем промежу-
точных уровней. К векторам 𝜃𝑠𝑙 добавляется еще один элемент. Если выбирается любая
из компонент этого вектора, кроме последней, то слово генерируется из соответствую-
щей темы, иначе выполняется переход на следующий уровень. Первая модель называется
Pachinko Allocation, или PAM, а вторая — hPAM.

Модель обучается целиком, без разделения на уровни, с помощью семплирования Гибб-
са. Основное ее преимущество состоит в учете множественного наследования тем.
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Topic Hierarchies of Hierarchical Dirichlet Processes, hHDP. В [28] предлагается
модель, похожая на модель PAM. В графе также разрешается множественное наследо-
вание, а термины могут генерироваться только из тем последнего уровня. Кроме того,
количество тем и количество уровней определяется с помощью иерархического процесса
Дирихле (Hierarchical Dirichlet Process, HDP) [27].

Иерархия строится снизу вверх: сначала оценивается количество тем и строится тема-
тическая модель всей коллекции. Затем матрица терминов в темах Φ, обученная на первом
этапе, подается на вход HDP в качестве матрицы частот слов, для нее также оценивает-
ся количество тем и строится новая тематическая модель, то есть темы нижнего уровня
рассматриваются как псевдодокументы для построения модели верхнего уровня. Процесс
повторяется, пока количество тем не станет равным 1. Аналогичный процесс предлагается
проводить с матрицей документов в темах, которую можно получить из Θ.

Получается, что в отличие от предыдущих двух рассмотренных подходов, мы можем
описывать темы либо только терминами, либо только документами.

Scalable Tensor Recursive Orthogonal Decomposition. В [22] предлагается модель,
имеющая общие черты в моделями hLDA и PAM, причем модель выбиралась так, чтобы
удовлетворить требования масштабируемости, устойчивости и интерпретируемости. Граф
вновь представляется деревом тем, и каждая вершина 𝑠𝑙 связана с распределением Ди-
рихле над векторами, задающими распределение 𝜃𝑠𝑙 над подтемами этой темы. Процесс
генерации документа:

1: для каждой вершины 𝑠𝑙 графа:
2: сгенерировать распределение над подтемами следующего уровня 𝜃𝑠𝑙 ∼ Dir(𝛼𝑠𝑙)
3: для 𝑖 = 1, . . . , 𝑛𝑑 сгенерировать 𝑖-е слово 𝑤 в документе:
4: начать с корневой вершины 𝑠1

5: для 𝑙 = 1, . . . , 𝐿− 1:
6: выбрать подтему 𝑠𝑙+1 ∼ Mult(𝜃𝑠𝑙)
7: сгенерировать 𝑤 ∼ Mult(𝜑𝑠𝐿).

Для обучения модели используется метод моментов: эмпирические частоты совместной
встречаемости терминов приравниваются к теоретическим вероятностям совместного по-
явления терминов в коллекции, и параметры модели оцениваются с помощью тензорных
разложений. Обучение выполняется сверху вниз в манере «разделяй и властвуй»: оцени-
ваются параметры темы, затем эта процедура рекурсивно повторяется для ее подтем.

splitLDA. Наконец, наиболее простой рекурсивный подход к построению древесной иерар-
хии был предложен в [20]. В корневой вершине строится модель LDA с множеством тем 𝑆1,
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и затем с помощью ее параметров производится разделение коллекции на |𝑆1| коллекций
меньшего размера. Процесс рекурсивно запускается на новых коллекциях.

Преимущество подхода состоит в его высокой масштабируемости, а недостаток — в
том, что гиперпараметры LDA, задающие априорные распределения, и количество тем
приходится задавать явно в каждой вершине.

2.4 Сравнение рассмотренных подходов

В таблице 1 производится сравнительный анализ подходов с указанием, какие из рас-
смотренных подходов удовлетворяют требованиям, представленным во введении. Ни один
из подходов не удовлетворяет всем требованиям. Для иерархических подходов выполня-
ются максимум два критерия из четырех и максимум один из желаемых. В данной работе
будут предложены два способа построения иерархии, один из которых будет удовлетворять
всем четырем обязательным требованиям, а другой — трем обязательным требованиям и
двум желаемым.

3 Послойное построение иерархии с помощью регуляри-

затора связи уровней

Как было отмечено в обзоре литературы, ARTM — это мощный инструмент для постро-
ения тематических моделей, позволяющий учитывать дополнительные критерия различно-
го характера в одной модели. Это удобная основа для построения тематической иерархии,
удовлетворяющей введенным требованиям. В этом подходе уже существует аппарат для
разреживания тем, поэтому требование разреженности автоматически выполнено. Кроме
того, разработана [17] онлайн-версия алгоритма обучения модели, позволяющая настраи-
вать параметры, проходя по коллекции документов всего несколько раз. Если реализовать
построение иерархии в ARTM, не усложняя алгоритм обучения одного уровня, то требо-
вание масштабируемости будет автоматически выполнено.

3.1 Обозначения и определения

При фиксированном уровне 𝑙 иерархии будем обозначать 𝑆 – множество тем данно-
го уровня, 𝑇 – множество родительских тем, то есть множеством тем (𝑙 − 1)-го уровня.
Матрицы родительского уровня будем обозначать Φ𝑝 ∈ 𝑅|𝑊 |×|𝑇 | и Θ𝑝 ∈ 𝑅|𝑇 |×|𝐷|.

Обозначим Ψ = {𝜓𝑠𝑡}𝑠∈𝑆,𝑡∈𝑇 , 𝜓𝑠𝑡 = 𝑝(𝑠|𝑡), и будем называть ее матрицей перехода между
уровнями. Величина 𝜓𝑠𝑡 показывает вероятность перейти в подтему 𝑆 из надтемы 𝑡.
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КритерийPLSA LDA ATM FSTMSWB ARTMhLDA PAM hPAMhHDP STROD splitLDA
Иерархия– – – – – – + + + + + +
ТПО · · · · · · + – + – – +
ММ – – + – – + – – – – – –
СТ · · · · · · – + + + – –
ТР – – – + – + – – – – – –
ТМ + + – + – + – – – – + +
ТРД · · · · + · + – + – – –
ТРС · · · · + · – – – – – –

Таблица 1: Сравнение тематических моделей. Точка в ячейке означает, что данный кри-
терий не применим к неиерархической модели. Иерархия — является ли модель иерархи-
ческой. ММ — поддерживает ли модель введение дополнительных модальностей, кроме
текстовой. ТПО, СТ, ТР, ТМ, ТРД, ТРС — удовлетворяет ли модель требованию пол-
ноты описания, структурному требованию, требованию разреженности, требованию
масштабируемости, требованиям расслоения документа и словаря. ТПО подразумева-
ет, что модель позволяет описывать темы, как минимум, терминами и документами,
СТ — модель поддерживает множественное наследование тем. На самом деле, это уре-
занное структурное требование; среди подходов, удовлетворяющих СТ, ни один не предо-
ставляет возможностей для разреживания структуры графа. Требование масштабиру-
емости считается невыполненным, если алгоритм обучения основан на семплировании
Гиббса, в силу его недетерминированности [22]. Алгоритмы, для которых известны эф-
фективные онлайн версии, считаются масштабируемыми. Требование расслоения слова-
ря формально не выполнено ни для одной иерархической модели, потому что в них нет
инструментов для разреживания дочерних тем. На практике, как правило, выполняется
ослабленное ТРС, когда термины, оказавшиеся среди топовых в родительской теме, не
показываются в списках топовых терминов дочерних. Однако проверить это свойство
теоретически сложно, и оно не включено в сравнение.

По аналогии будем называть матрицей обратного перехода между уровнями ̃︀Ψ =
(︀
𝜓𝑡𝑠

)︀
𝑡∈𝑇,𝑠∈𝑆

𝜓𝑡𝑠 = 𝑝(𝑡|𝑠).

3.2 Регуляризатор матрицы терминов в темах

Будем строить иерархию сверху вниз, уровень за уровнем (каждый уровень – обычная
плоская модель), при этом находя для каждой темы нового уровня родителей с предыду-
щего (уже построенного) уровня.
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Будем приближать уже построенную матрицу Φ𝑝 родительского уровня произведением
ΦΨ :

𝑝(𝑤|𝑡) ≈
∑︁
𝑠

𝑝(𝑤|𝑠)𝑝(𝑠|𝑡) =
∑︁
𝑠

𝜑𝑤𝑠𝜓𝑠𝑡. (5)

Данное разложение подразумевает введение еще одной гипотезы условной независимости
𝑝(𝑤|𝑠, 𝑡) = 𝑝(𝑤|𝑠): вероятность появления термина 𝑤 в подтеме 𝑠 не зависит от надтемы 𝑡.

В качестве меры близости распределений возьмем дивергенцию Кульбака-Лейблера, и
получим регуляризатор

𝑅(Φ) = KL(Φ𝑝||Φ Ψ) =
∑︁
𝑡

∑︁
𝑤

𝑝(𝑤|𝑡) ln
𝑝(𝑤|𝑡)∑︀

𝑠 𝑝(𝑤|𝑠)𝑝(𝑠|𝑡)
= 𝐶𝑜𝑛𝑠𝑡−

∑︁
𝑡

∑︁
𝑤

𝜑𝑝𝑤𝑡 ln
∑︁
𝑠∈𝑆

𝜑𝑤𝑠𝜓𝑠𝑡,

который необходимо минимизировать.
Новая оптимизационная задача:

ln𝐿(Φ,Θ,Ψ) =
∑︁
𝑑,𝑤

𝑛𝑑𝑤 ln
∑︁
𝑠∈𝑆

𝜑𝑤𝑠𝜃𝑠𝑑 + 𝜆
∑︁
𝑡∈𝑇

∑︁
𝑤∈𝑊

𝜑𝑝𝑤𝑡 ln
∑︁
𝑠∈𝑆

𝜑𝑤𝑠𝜓𝑠𝑡 +𝑅(Φ,Θ,Ψ) → max
Φ,Θ,Ψ

. (6)

с ограничениями∑︁
𝑤

𝜑𝑤𝑠 = 1;𝜑𝑤𝑠 > 0,
∑︁
𝑠

𝜃𝑠𝑑 = 1; 𝜃𝑠𝑑 > 0,
∑︁
𝑠

𝜓𝑠𝑡 = 1;𝜓𝑠𝑡 > 0. (7)

При таком матричном разложении Φ𝑝 ≈ ΦΨ мы требуем, чтобы столбцы родительской
Φ𝑝 были линейной комбинацией столбцов дочерней Φ, то есть представляем родительскую
тему как смесь дочерних тем.

Формула описанного регуляризатора имеет схожую структуру с формулой правдоподо-
бия модели. Поэтому такая постановка задачи эквивалентна добавлению во входную мат-
рицу 𝑛𝑑𝑤 |𝑇 | псведодокументов, отвечающих столбцам родительской Φ: 𝑛𝑑′𝑤 = 𝜆𝜑𝑤𝑡, 𝑑

′ = 𝑡,
и для обучения модели применим стандартный ЕМ-алгоритм. Отвечающая введенным
псевдодокументам часть Θ составит матрицу Ψ.

3.3 Регуляризатор матрицы тем в документах

Устанавливать взаимоотношения темы-подтемы можно и по матрице Θ. В этом случае
матрица ̃︀Ψ перехода между уровнями будет соответствовать вероятности надтемы 𝑡 для
темы 𝑠, а дополнительная задача матричного разложения и регуляризатор примут вид

𝑝(𝑡|𝑑) ≈
∑︁
𝑠∈𝑆

𝑝(𝑡|𝑠)𝑝(𝑠|𝑑) =
∑︁
𝑠∈𝑆

𝜓𝑡𝑠𝜃𝑠𝑑 ⇔ Θ𝑝 = ̃︀ΨΘ, (8)

𝑅(Θ) = 𝐾𝐿(Θ𝑝||ΨΘ) = 𝐶𝑜𝑛𝑠𝑡−
∑︁
𝑡∈𝑇

∑︁
𝑑∈𝐷

𝜃𝑝𝑡𝑑 ln
∑︁
𝑠∈𝑆

𝜓𝑡𝑠𝜃𝑠𝑑.
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Новая оптимизационная задача:∑︁
𝑑,𝑤

𝑛𝑑𝑤 ln
∑︁
𝑠∈𝑆

𝜑𝑤𝑠𝜃𝑠𝑑 + 𝜆
∑︁
𝑡∈𝑇

∑︁
𝑑∈𝐷

𝜃𝑝𝑡𝑑 ln
∑︁
𝑠∈𝑆

𝜓𝑡𝑠𝜃𝑠𝑑 +𝑅(Φ,Θ, Ψ̃) → max
Φ,Θ,Ψ̃

. (9)

Эта модель в точности соответствует многомодальной версии АРТМ, если считать темы
родительского уровня отдельной модальностью ̃︁𝑊 : �̃�𝑖 = 𝑡𝑖, 𝑖 = 1, . . . , |𝑇 |. Часть матрицы
Φ, отвечающая данной модальности, составит ̃︀Ψ.

Отметим, что применять два введенных регуляризатора совместно не предполагается,
потому что матрицы Ψ и ̃︀Ψ связаны формулой Байеса, и независимая настройка матриц
приведет к их рассогласованию.

Обратим также внимание, что предложенный метод не предоставляет единой генера-
тивной модели коллекции: каждому уровню иерархии соответствует своя плоская модель,
и эти модели связаны соотношениями (5) или (8). По этой причине два введенных регу-
ляризатора были названы регуляризаторами связи уровней. Концептуально этот подход
похож на модель hHDP, в котором дочерняя матрица Φ или перенормированная Θ подает-
ся на вход следующему уровню, но с движением сверху вниз и с добавлением родительских
тем в коллекцию в качестве псевдодокументов или новой модальности.

Предложенный подход удовлетворяет требованиям полноты описания и структурному
требованию. По аналогии с разреживанием Φ и Θ, можно ввести регуляризатор разре-
живания Ψ и ̃︀Ψ и контролировать с его помощью степень разреженности графа. С точки
зрения сложности обучения модели, мы добавили лишь малое число псевдодокументов
или элементов модальности в коллекцию, что практически не влияет на скорость работы
ЕМ-алгоритма. Таким образом, предложенный подход удовлетворяет всем четырем требо-
ваниям, выдвинутым во введении.

Что касается двух дополнительных требований, то требованию расслоения докумен-
та подход не удовлетворяет. Требование расслоение словаря можно удовлетворить, если,
согласно [25], разделять множество тем каждого уровня на фоновые и предметные и соби-
рать в фоновых темах те термины, которые характерны для родительских тем. Однако в
этом случае придется подбирать 4 дополнительных коэффициента регуляризации.

3.4 Эксперименты

В этом подразделе производится изучение влияния совместного использования регуля-
ризаторов разреживания и введенных регуляризаторов связи уровней на модель, а также
сравнение двух предложенных регуляризаторов.

Критерии качества. Автоматическое оценивание качества тематических иерархий оста-
ется открытой научной проблемой [28]. Введем несколько критериев для оценивания мо-
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Взвешенное внутрикластерное расстояние
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Рис. 1: Исследование взаимодействия сглаживающих иерархических регуляризаторов
(лог. шкала по оси абсцисс) и разреживающих регуляризаторов повышения интерпре-
тируемости (лог. шкала по оси ординат). Рассматриваются матрицы перехода Ψ и ̃︀Ψ
между первым и вторым уровнем иерархии, |𝑆| = 30. Все величины усреднены по 5 за-
пускам алгоритма обучения.

дели, отвечающие за различные аспекты качества.
Для оценки интепретируемости иерархии используются критерии, предложенные в [25].
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В каждой теме выделяется лексическое ядро — множество K(𝑠) слов 𝑤, для которых
𝑝(𝑠|𝑤) > 0.25 — и оцениваются его параметры: количество слов S(𝑠), чистота

P(𝑠) =
∑︁

𝑤∈K(𝑠)

𝑝(𝑤|𝑠).

и контрастность
𝐶(𝑠) = 𝑆(𝑠)−1

∑︁
𝑤∈𝐾(𝑠)

𝑝(𝑠|𝑤).

Чтобы сравнивать качество кластеризации документов по темам одного уровня, пред-
лагается вычислять математическое ожидание похожести двух различных случайно вы-
тащенных из темы документов. Чем оно больше, тем более вероятно, что человек со-
чтет документы, отнесенные к теме, близкими по смыслу. Документ может принадлежать
нескольким темам, поэтому элементы, входящие в него, разделяются между темами в со-
ответствии с формулами Е-шага: 𝑛𝑠𝑑 = {𝑛𝑠𝑑𝑤}𝑤∈𝑊 , 𝑛𝑠𝑑𝑤 = 𝑛𝑑𝑤𝑝(𝑠|𝑑, 𝑤). Критерий учитывает
пары наиболее вероятных для темы документов с большим весом:

𝐼𝑠 =
∑︁

𝑑1,𝑑2:𝜃𝑠,𝑑1 ̸=0,𝜃𝑠,𝑑2 ̸=0

sim(𝑛𝑠𝑑1 , 𝑛
𝑠
𝑑2

)𝑝(𝑑1, 𝑑2|𝑠),

sim(𝑛𝑑1 , 𝑛𝑑2) =
∑︁
𝑤∈𝑊

𝑛𝑑1𝑤𝑛𝑑2𝑤, 𝑝(𝑑1, 𝑑2|𝑠) ∝ 𝑝(𝑑1|𝑠)𝑝(𝑑2|𝑠), 𝑑1 ̸= 𝑑2.

Критерием плотности иерархического графа является плотность матрицы Ψ — среднее
число тематических связей между уровнями:

𝐺 =
1

|𝑇 ||𝑆|
∑︁
𝑡

∑︁
𝑠

[𝜓𝑡𝑠 > 𝜖].

На практике оказывается, что большинство значений матрицы Ψ хоть и не обнулятся,
но становятся очень малыми, и их не нужно учитывать при построении навигатора. В
экспериментах 𝜖 = 0.05.

Для контроля качества дополнительного матричного разложения выбрано расстояние
Хеллингера между матрицами 𝐴 = {𝑎}𝑚,𝑛𝑖,𝑗=1 и 𝐵 = {𝑏}𝑚,𝑛𝑖,𝑗=1 одного размера:

𝜌(𝐴,𝐵) =
1

𝑚

𝑚∑︁
𝑗=1

⎯⎸⎸⎷1

2

𝑛∑︁
𝑖=1

(
√
𝑎𝑖𝑗 −

√︀
𝑏𝑖𝑗)2.

Коллекция документов. Для проведения экспериментов подготовлена лемматизиро-
ванная и преобразованная в матрицу частот слов коллекция материалов конференций
Математические методы распознавания образов и Интеллектуализация обработки ин-
формации1 за 2007 —2013 года. В коллекции 850 документов, размер словаря — 50856
словосочетаний. Словосочетания выделены с использованием внешних средств.

1http://mmro.ru

20



На этой коллекции строится трехуровневая иерархия с количеством тем на уровнях 10,
30, 60.

Разреживание с 1-й итерации Разреживание с 10-й итерации

Переход между 1-м и 2-м уровнями:
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Рис. 2: Исследование качества аппроксимации родительских тем смесью дочерних. По
оси абсцисс — номер итерации ЕМ-алгоритма, по оси ординат — расстояние между
исходными матрицами родительского уровня Φ𝑝 и Θ𝑝 и их стохастическими разложе-
ниями ΦΨ и ̃︀ΨΘ на дочернем уровне. Переход от Ψ к ̃︀Ψ осуществляется по формуле
Байеса: 𝑝(𝑡|𝑠) = 𝑝(𝑠|𝑡)𝑝(𝑡)∑︀

𝑡 𝑝(𝑠|𝑡)𝑝(𝑡)
. 𝑅(Φ) и 𝑅(Θ) указывают, какой регуляризатор применялся

при построении модели, серым цветом показано значение чистоты модели. В моделях,
соответствущих графикам правой колонки, разреживание включалось с 10-й итерации;
так удается достичь лучших показателей интерпретируемости. Коэффициенты регу-
ляризации одинаковые для моделей, соответствующих одному переходу, и подобраны в
ходе предыдущего эксперимента.

Изучение влияния регуляризаторов на модель. Чтобы проанализировать, как сгла-
живающий иерархический регуляризатор влияет на качество модели в сочетании с разре-
живающими регуляризаторами, проведена серия экспериментов с перебором параметров
обоих регуляризаторов по двумерной сетке (рис. 1).
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Для обоих иерархических регуляризаторов существует значение параметра, при кото-
ром Ψ получается достаточно разреженной (а многодольный граф приближается к дере-
ву). Параметр регуляризатора Θ практически не влияет на интерпретируемость модели,
но зато ухудшает показатель качества кластеризации. Регуляризатор Φ при некотором
значении начинает ухудшать чистоту и контрастность, однако в сочетании с высокой раз-
реженностью модели он устойчиво дает лучшую кластеризацию документов (по критерию
𝐼), чем иные комбинации, при приемлемом значении остальных критериев.

Сравнение двух предложенных регуляризаторов. Чтобы сравнить свойства двух
предложенных регуляризаторов, исследуется качество аппроксимации родительских тем
смесью дочерних (рис. 2). Рассматривается расстояние от родительских матриц Φ и Θ до их
аппроксимации на дочернем уровне и его зависимость от номера итерации ЕМ-алгоритма.
Эксперимент проводился для двух стратегий регуляризации (когда разреживание Φ вклю-
чалось с 1-й и с 10-й итерации) и для двух переходов между уровнями.

Для всех восьми случаях матрица, на которую действовал регуляризатор, аппрокси-
мируется с достаточной точностью. Однако регуляризатор Φ при использовании рекомен-
дуемой стратегии разреживания аппроксимирует еще и матрицу Θ𝑝, то есть выполняет
функцию регуляризатора Θ.

На основании проведенных экспериментов для построения финальной иерархической
модели по коллекции ММРО-ИОИ был выбран регуляризатор матрицы Φ.

Составление иерархического тематического навигатора на основе модели. Как
упоминалось во введении, основной целью построения иерархических тематических мо-
делей является организация удобного доступа к документам и навигации по коллекции.
Разработана визуализация описанной иерархической модели, предполагающая выделение
отдельных страниц для тем и документов, а также отображение структуры иерархии в ви-
де графа. При нажатии на вершину в графе открывается панель с ее описанием и ссылкой
на отвечающую ей страницу; для тем на панели также отображаются ранжированные по
𝑝(𝑤|𝑠) и 𝑝(𝑑|𝑠) топы терминов и документов этой темы.

Визуализация доступна по адресу explore-mmro.ru.

3.5 Выводы

Сформулируем основные выводы раздела:

1. Введение регуляризатора связи тем позволяет построить иерархическую тематиче-
скую модель, удовлетворяющую четырем требованиям, изложенным во введении.
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Эксперименты подтверждают, что при качественном подборе коэффициентов и тра-
ектории регуляризации тематические распределения над терминами в построенной
модели будут разреженными, а число ребер в графе будет маленьким. При этом на
разреженность графа сильно влияет коэффициент при регуляризаторе связи уров-
ней.

2. В равных условиях регуляризатор матрицы терминов в темах позволяет аппрокси-
мировать обе родительских матрицы, в то время как регуляризатор матрицы тем в
документах позволяет приблизить только родительскую матрицу Θ.

3. Начинать разреживание параметров модели лучше не с первой итерации, а когда
модель уже достаточно хорошо сошлась. Этот вывод согласуется с результатами [25].

4 Единая иерархическая модель коллекции

Подход, предложенный в предыдущем разделе, удовлетворяет выдвинутым требова-
ниям, но для построения такой иерархии требуется подбирать много коэффициентов ре-
гуляризации. При этом идея регуляризатора Θ выглядит логично: множество докумен-
тов, составляющих родительскую тему, является объединением документов дочерних тем.
Введение регуляризатора Φ подразумевает принятие такой же гипотезы, но относительно
множества терминов родительской темы, и это предположение уже противоречит требова-
нию расслоения словаря. В то же время, если принять первую гипотезу, можно построить
модель коллекции, которая будет удовлетворять обоим требованиям расслоения. Об этом
пойдет речь в данном разделе.

4.1 Обозначения и определения

Пусть иерархия — это многодольный граф тем с уровнями 1, . . . , 𝐿 и множествами тем
𝑆1, . . . , 𝑆𝐿 соответственно, |𝑆𝐿| > |𝑆𝐿−1| > · · · > |𝑆1|. В том числе, может быть |𝑆1| = 1.

Введем следующие матрицы параметров:

∙ Φ1, . . . ,Φ𝐿: 𝜑𝑙
𝑤𝑠𝑙

= 𝑝(𝑤|𝑠𝑙), 𝑤 ∈ 𝑊, 𝑠𝑙 ∈ 𝑆𝑙, 𝑙 = 1, . . . , 𝐿;

∙ Ψ1, . . . ,Ψ𝐿−1: 𝜓𝑙
𝑠𝑙,𝑠𝑙+1 = 𝑝(𝑠𝑙|𝑠𝑙+1), 𝑠𝑙 ∈ 𝑆𝑙, 𝑠𝑙+1 ∈ 𝑆𝑙+1, 𝑙 = 1, . . . , 𝐿− 1;

∙ Θ: 𝜃𝑠𝐿𝑑 = 𝑝(𝑠𝐿|𝑑), 𝑠𝐿 ∈ 𝑆𝐿, 𝑑 ∈ 𝐷;

∙ 𝐻: 𝜂𝑙𝑑 = 𝑝(𝑙|𝑑), 𝑙 = 1, . . . , 𝐿, 𝑑 ∈ 𝐷.

23



Первая группа параметров — это матрицы распределений терминов в темах для каждого
уровня, вторая — матрицы переходов между уровнями, то есть переходов с нижнего уров-
ня на верхний, третья — матрица распределений тем последнего уровня в документах, и
четвертая — матрица распределений уровней в документах.

4.2 Описание и обучение модели

Будем считать, что генерация слова 𝑤𝑖 в документе 𝑑, 𝑖 = 1, . . . , 𝑛𝑑 происходит согласно
следующей модели:

1: Семплируется тема последнего уровня 𝑠𝐿 ∼ 𝑝(𝑠𝐿|𝑑) = Mult(𝜃𝑑);
2: Семплируется номер уровня 𝑙 ∼ 𝑝(𝑙|𝑑) = Mult(𝜂𝑑);
3: для 𝑙′ = 𝐿, . . . , 𝑙 + 1:
4: семплируется надтема 𝑠𝑙′−1 ∼ 𝑝(𝑠𝑙

′−1|𝑠𝑙′) = Mult(𝜓𝑙
′−1

𝑠𝑙′
);

5: из выбранной темы 𝑠𝑙 уровня 𝑙 семплируется термин 𝑤 ∼ 𝑝(𝑤|𝑠𝑙) = Mult(𝜑𝑙
𝑠𝑙

).

Будем называть последнюю выбранную тему 𝑠𝑙 уровня 𝑙 финальной.
Как и в hLDA и hPAM, термины в модели могут семплироваться со всех уровней.

Как в hLDA, у каждого документа есть распределение над уровнями. Как в hHDP версии
с документами, документы описываются распределениями только над темами нижнего
уровня, при этом

𝑝(𝑠𝑙|𝑑) = 𝑝(𝑠𝑙|𝑠𝑙+1) . . . 𝑝(𝑠𝐿−1|𝑠𝐿)𝑝(𝑠𝐿|𝑑).

При этом в модели не накладываются априорные распределения на параметры и по ана-
логии с PLSA в процессе обучения необходимо настраивать сами матрицы параметров.

Распределение 𝑝(𝑙|𝑑) показывает, какая часть терминов документа относится к темам 𝑙-
го уровня, то есть оценивает, насколько узка тематика документа, это означает выполнение
требования расслоения документа. Как и в других иерархических моделях, при создании
навигатора в темах можно выводить термины и документы, отсортированные по убыва-
нию вероятности их появления в теме. Но данная модель более гибкая: если сортировать
документы по убыванию 𝑝(𝑑|𝑠𝑙) ∝ 𝑝(𝑠𝑙|𝑑)𝑝(𝑑), то среди топовых мы увидим самые важные
документы темы, а если по 𝑝(𝑠𝑙, 𝑙|𝑑) ∝ 𝑝(𝑠𝑙|𝑑)𝑝(𝑙|𝑑)𝑝(𝑑), то мы увидим документы с наиболее
общей тематикой в рамках данной темы, а более узкие по тематике документы окажут-
ся топовыми в списках документов дочерних тем. Как и другие иерархические модели,
данная модель удовлетворяет ослабленному условию расслоения словаря: топовые терми-
ны родительских тем редко встречаются среди топовых терминов дочерних. Ниже будет
показано, что с помощью специального метода разреживания в рамках подхода можно
удовлетворить и само требование расслоения словаря.
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Таким образом, предложенная модель предоставляет более удобный интерфейс для
создания тематического навигатора, чем другие подходы.

Обучение модели. Запишем совместное распределение на наблюдаемые переменные и
параметры модели и маргинализуем его по параметрам:

𝑝(𝑤, 𝑙, 𝑠𝑙, . . . , 𝑠𝐿|𝑑) = 𝑝(𝑤|𝑠𝑙)𝑝(𝑠𝑙|𝑠𝑙+1) . . . 𝑝(𝑠𝐿−1|𝑠𝐿)𝑝(𝑠𝐿|𝑑)𝑝(𝑙|𝑑) = 𝜑𝑙𝑤𝑠𝑙𝜓
𝑙
𝑠𝑙,𝑠𝑙+1 . . . 𝜓

𝐿−1
𝑠𝐿−1,𝑠𝐿

𝜃𝑠𝐿𝑑𝜂𝑙𝑑

(10)
𝑝(𝑤|𝑑) =

∑︁
𝑙,𝑠𝑙,...,𝑠𝐿

𝑝(𝑤, 𝑙, 𝑠𝑙, . . . , 𝑠𝐿|𝑑); (11)

Здесь подразумевается ряд гипотез условной независимости, в частности, выбор термина
в финальной теме и выбор надтем не зависят от документа и предыдущих выбранных тем.

Как и в АРТМ, предлагается настраивать параметры методом максимизации регуля-
ризованного логарифма правдоподобия:

ln𝐿(Φ1, . . . ,Φ𝐿,Ψ1, . . . ,Ψ𝐿−1,Θ, 𝐻) =
∑︁
𝑑∈𝐷

∑︁
𝑤∈𝑑

𝑛𝑑𝑤 ln 𝑝(𝑤|𝑑) =

=
∑︁
𝑑∈𝐷

∑︁
𝑤∈𝑑

𝑛𝑑𝑤 ln
∑︁

𝑙,𝑠𝑙,...,𝑠𝐿

𝜑𝑙𝑤𝑠𝑙𝜓
𝑙
𝑠𝑙,𝑠𝑙+1 . . . 𝜓

𝐿−1
𝑠𝐿−1,𝑠𝐿

𝜃𝑠𝐿𝑑𝜂𝑙𝑑; (12)

ln𝐿+𝑅(Φ1, . . . ,Φ𝐿,Ψ1, . . . ,Ψ𝐿−1,Θ, 𝐻) → max
Φ1,...,Φ𝐿,Ψ1,...,Ψ𝐿−1,Θ,𝐻

. (13)

𝜑𝑙𝑤𝑠𝑙 > 0,
∑︁
𝑤

𝜑𝑙𝑤𝑠𝑙 = 1; 𝜓𝑙𝑠𝑙,𝑠𝑙+1 > 0,
∑︁
𝑠𝑙

𝜓𝑙𝑠𝑙,𝑠𝑙+1 = 1; 𝜃𝑠𝐿𝑑 > 0,
∑︁
𝑠𝑙

𝜃𝑠𝐿𝑑 = 1; 𝜂𝑙𝑑 > 0,
∑︁
𝑙

𝜂𝑙𝑑 = 1.

(14)

Теорема 2 Если 𝑅(Φ1, . . . ,Φ𝐿,Ψ1, . . . ,Ψ𝐿−1,Θ, 𝐻) непрерывно дифференцируема по своим
параметрам, то стационарная точка задачи (4.2)—(14) удовлетворяет следующей си-
стеме уравнений:

𝜑𝑙𝑤𝑠𝑙 = norm
𝑤

𝜕(ln𝐿+𝑅)

𝜕𝜑𝑙
𝑤𝑠𝑙

𝜑𝑙𝑤𝑠𝑙 , 𝑤 ∈ 𝑊, 𝑠𝑙 ∈ 𝑆𝑙, 𝑙 = 1, . . . , 𝐿; (15)

𝜓𝑙𝑠𝑙,𝑠𝑙+1 = norm
𝑠𝑙

𝜕(ln𝐿+𝑅)

𝜓𝑙
𝑠𝑙,𝑠𝑙+1

𝜓𝑙𝑠𝑙,𝑠𝑙+1 , 𝑠𝑙 ∈ 𝑆𝑙, 𝑠𝑙+1 ∈ 𝑆𝑙+1, 𝑙 = 1, . . . , 𝐿− 1; (16)

𝜃𝑠𝐿𝑑 = norm
𝑠𝐿

𝜕(ln𝐿+𝑅)

𝜕𝜃𝑠𝐿𝑑
𝜃𝑠𝐿𝑑, 𝑠𝐿 ∈ 𝑆𝐿, 𝑑 ∈ 𝐷 (17)

𝜂𝑙𝑑 = norm
𝑙

𝜕(ln𝐿+𝑅)

𝜕𝜂𝑙𝑑
𝜂𝑙𝑑, 𝑙 = 1, . . . , 𝐿, 𝑑 ∈ 𝐷. (18)

Здесь и далее будем опускать параметры логарифма правдоподобия и регуляризаторов.
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Доказательство. Воспользуемся теоремой Каруша-Куна-Такера. Проигнорируем требо-
вания неотрицательности и учтем их позже.

Введем двойственные переменные 𝜉 = {𝜉𝑙,𝑠𝑙}𝑠𝑙∈𝑆𝑙,𝑙=1,...,𝐿, 𝜁 = {𝜁𝑙,𝑠𝑙}𝑠𝑙∈𝑆𝑙,𝑙=1,...,𝐿−1, 𝛼 =

{𝛼𝑑}𝑑∈𝐷, 𝛽 = {𝛽𝑑}𝑑∈𝐷. Запишем лагранжиан:

L (Φ1, . . . ,Φ𝐿,Ψ1, . . . ,Ψ𝐿−1,Θ, 𝐻; 𝜉, 𝜁, 𝛼, 𝛽)

= ln𝐿+𝑅−
∑︁
𝑙

∑︁
𝑠𝑙

𝜉𝑙𝑠𝑙
(︀∑︁
𝑤

𝜑𝑙𝑤𝑠𝑙−1
)︀
−
∑︁
𝑙

∑︁
𝑠𝑙

𝜁𝑙𝑠𝑙
(︀∑︁

�̂�

𝜓𝑙
𝑠�̂�𝑠𝑙

−1
)︀
−
∑︁
𝑑

𝛼𝑑
(︀∑︁
𝑠𝐿

𝜃𝑠𝐿𝑑−1
)︀
−
∑︁
𝑑

𝛽𝑑
(︀∑︁

𝑙

𝜂𝑙𝑑−1
)︀
.

Продифференцируем лагранжиан по параметрам модели, приравняем к нулю и домножим
на переменные дифференцирования:

𝜕(ln𝐿+𝑅)

𝜕𝜑𝑙
𝑤𝑠𝑙

𝜑𝑙
𝑤𝑠𝑙

− 𝜉𝑙𝑠𝑙𝜑
𝑙
𝑤𝑠𝑙

= 0; (19)

𝜕(ln𝐿+𝑅)

𝜓𝑙
𝑠𝑙,𝑠𝑙+1

𝜓𝑙
𝑠𝑙,𝑠𝑙+1 − 𝜁𝑙𝑠𝑙𝜓

𝑙
𝑠𝑙,𝑠𝑙+1 = 0; (20)

𝜕(ln𝐿+𝑅)
𝜕𝜃

𝑠𝐿𝑑
𝜃𝑠𝐿𝑑 − 𝛼𝑑𝜃𝑠𝐿𝑑 = 0; (21)

𝜕(ln𝐿+𝑅)
𝜕𝜂𝑙𝑑

𝜂𝑙𝑑 − 𝛽𝑑𝜂𝑙𝑑 = 0. (22)

Перенесем произведения с двойственными переменными в (19)–(22) в правую часть. По-
скольку правая часть всех получающихся выражений неотрицательна, заменим левые ча-
сти выражений на их положительные срезки: (𝑧)+ = max{𝑧, 0}; просуммируем каждую
из групп выражений по первому индексу. Получим, что двойственные переменные равны
нормировочной константе своих распределений. В итоге придем к выражениям (15)—(18).

Для обучения модели к системе (15)—(18) применяется метод простой итерации, то есть
значения параметров на новой итерации обновляются по формулам, представленным в
правых частях уравнений системы. Изначально параметры модели инициализируются слу-
чайными числами и нормируются. Вычисление дифференциалов ln𝐿 не составляет техни-
ческих сложностей, поскольку матричное разложение линейно.

Эвристический способ разреживания параметров модели В отличие от других
генеративных иерархических моделей, в предложенной не накладываются априорные рас-
пределения на параметры. Это позволяет воздействовать напрямую на распределения,
участвующие в модели, чтобы они удовлетворяли дополнительным критериям.

Предположим, мы хотим, чтобы некоторое распределение 𝛼 = (𝛼1, . . . , 𝛼𝐾), 𝛼𝑖 > 0,
∑︀𝐾

𝑖=1 𝛼𝑖 =

1 было разреженным. Будем решать следующую оптимизационную задачу:

1

𝑝

𝐾∑︁
𝑖=1

𝛼𝑝𝑖 → max
𝛼
,
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где 𝑝 > 1. Легко показать, что максимум этого распределения достигается при 𝛼𝑖 = 1, 𝛼𝑗 =

0, 𝑗 ̸= 𝑖. Применив теорему Каруша-Куна-Такера, получим:

𝛼𝑝−1
𝑖 − 𝜉 = 0,

𝜉 — двойственная переменная. Тогда, домножив на 𝛼𝑖, получим

𝜉 =
∑︁
𝑖

𝛼𝑝𝑖 , 𝛼
𝑛𝑒𝑤
𝑖 = reg(𝛼𝑖) =

𝛼𝑝𝑖∑︀
𝑗 𝛼

𝑝
𝑗

.

Теоретически ни одна компонента вектора 𝛼 не будет равна нулю, но на практике это
произойдет из-за ограниченности машинной точности.

Оператор reg будет применяться к разреживаемому распределению после каждой ите-
рации основного алгоритма обучения модели.

Очевидно, что применение оператора reg с параметром 𝑝 𝑛 раз равносильно единичному
его применению с параметром 𝑝𝑛, то есть 𝑝 выполняет функцию балансирования между
максимизацией правдоподобия и разреживанием. В то же время, величина 𝑝 не зависит от
масштаба данных, и его можно применять со стандартным значением 𝑝 = 2.

Однако важнее другое свойство: при описанном подходе к разреживанию мы не можем
полностью обнулить распределение, как это происходит в АРТМ, если задать большой
коэффициент при регуляризаторе.

Хотя такой подход не имеет никаких теоретических гарантий сходимости алгоритма,
в экспериментах показывается, что после нескольких итераций с начала разреживания
правдоподобие модели стабилизируется.

Несколько примеров конкретных регуляризаторов для иерархической модели:

∙ разреживание 𝑝(𝑠, 𝑙|𝑤): при таком разреживании мы получаем чистоту темы, очень
близкую к единице, это означате, что почти все термины монотематичны. Для при-
менения такого разреживания необходимо перейти от 𝜑𝑤𝑠𝑙 = 𝑝(𝑤|𝑠𝑙, 𝑙) к 𝑝(𝑠𝑙, 𝑙|𝑤) с
помощью формулы Байеса, применить оператор reg и перейти обратно к перемен-
ным 𝜑𝑤𝑠𝑙 .

∙ разреживание 𝑝(𝑠𝑙|𝑠𝑙+1) = 𝜓𝑠𝑙,𝑠𝑙+1 : в этом случае мы стремимся сделать иерархию
похожей на дерево. Здесь важно указанное свойство о том, что распределение не
может полностью обнулиться. Иначе граф мог бы стать несвязным.

Анализ модели Обозначим Λ𝑙 = 𝑑𝑖𝑎𝑔{𝜂𝑙𝑑1 , . . . , 𝜂𝑙𝑑|𝐷|}. Выражения (10)–(11) равносиль-
ны следующему линейному разложению матрицы 𝐹 = {𝑓𝑑𝑤} = {𝑛𝑑𝑤

𝑛𝑑
}:

𝐹 ≈ Φ𝐿ΘΛ𝐿 + Φ𝐿−1Ψ𝐿−1ΘΛ𝐿−1 + · · · + Φ1Ψ1 . . .Ψ𝐿−1ΘΛ1.
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Это разложение по уровням можно воспринимать как взвешенную сумму обычных плоских
тематических моделей с новым обозначением

Θ𝑙 = Ψ𝑙 . . .Ψ𝐿−1Θ; (23)

𝐹 ≈ Φ𝐿Θ𝐿Λ𝐿 + Φ𝐿−1Θ𝐿−1Λ𝐿−1 + · · · + Φ1Θ1Λ1.

Получается, что мы находим представление матрицы частот слов в виде суммы нескольких
глубоких матричных разложений.

Простейшим примером модели служит топология «корень-𝐾 тем». Тогда корневая тема
будет фоновой, все вероятности перехода между уровнями 𝑝(𝑡|𝑠) = 1, а 𝜂𝑑 = {𝜂0,𝑑, 𝜂1,𝑑}
показывает соотношение фоновой и предметной лексики в документе. Эта модель очень
похожа на ту, которая была предложена в SWB [8].

Благодаря применению описанного способа разреживания удается добиться того, что-
бы матрицы Φ𝑙 имели ненулевые вероятности терминов только своего уровня, а не всех
дочерних уровней, то есть чтобы модель удовлетворяла требованию расслоения словаря.

Сложность обучения модели линейна по количеству документов, хотя, как правило,
требует достаточно много проходов по коллекции до сходимости. Стохастические методы
оптимизации для этой пока задачи не пробовались.

Модель допускает множественное наследование тем, при этом предложен способ умень-
шения числа ребер в нем. Темы описываются терминами и документами.

Таким образом, модель удовлетворяет всем требованиям, за исключением, быть мо-
жет, требования масштабируемости, потому что применимость более быстрых алгоритмов
оптимизации для обучения модели не исследована.

4.3 Эксперименты

В этом подразделе исследуется влияние разреживания на качество модели.

Критерии качества Сходимость алгоритма обучения модели оценивается по логариф-
му правдоподобия.

Плотность графа вычисляется как доля ненулевых элементов во всех матрицах Ψ𝑙.
Для оценки интерпретируемости тем используется когерентность — популярная мера

качества тематических моделей. Считается, что показатель когерентность хорошо коррели-
рует с экспертными оценками интерпретируемости тем. В литературе когерентность опре-
деляют по-разному, мы будем пользоваться определением из [16]. Пусть 𝑤 = (𝑤1, . . . , 𝑤10) —
10 топовых терминов темы 𝑠. Тогда когерентность темы определяется как

𝑐(𝑤) =
1

45

10∑︁
𝑖=1

∑︁
𝑗>𝑖

𝑃𝑀𝐼(𝑤𝑖, 𝑤𝑗), , 𝑃𝑀𝐼(𝑤𝑖, 𝑤𝑗) = ln
𝑝(𝑤𝑖, 𝑤𝑗) + 𝜖

𝑝(𝑤𝑖)𝑝(𝑤𝑗)
,
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величины 𝑝(𝑤𝑖, 𝑤𝑗), 𝑝(𝑤𝑖) и 𝑝(𝑤𝑗) показывают вероятности появления терминов в коллек-
ции. Их можно оценивать по той же коллекции, а можно — по внешней, например, по
Википедии. Мы будем оценивать эти вероятности по коллекции, на которой обучалась
модель: 𝑝(𝑤𝑖, 𝑤𝑗) пропорционально количеству раз, когда термины 𝑤𝑖, 𝑤𝑗 встретились вме-
сте в окне длины 10. Параметр 𝜖 = 10−6 нужен для предотвращения взятия логарифма
нуля. Когерентность модели будет равна средней когерентности по всем темам иерархии,
включая корневую, если она есть. Чем больше когерентность, тем лучше.

Для оценивания качества кластеризации документов по темам модифицируем крите-
рий однородности кластера [21]. Критерий однородности качества кластеризации вводится
следующим образом: пусть алгоритм нашел в данных кластеры 𝑐 ∈ 𝐶, при этом имеет-
ся эталонная разметка объектов на классы 𝑘 ∈ 𝐾, 𝑛 = |𝐶|; обозначим 𝑎𝑐𝑘 — количество
объектов, отнесенных к кластеру 𝑐 и принадлежащих классу 𝑘. Введем величины

𝐻(𝐶|𝐾) = −
∑︁
𝑐∈𝐶

∑︁
𝑘∈𝐾

𝑎𝑐𝑘
𝑛

ln
𝑎𝑐𝑘∑︀
𝑐∈𝐶 𝑎𝑐𝑘

𝐻(𝐶) = −
∑︁
𝑐∈𝐶

∑︀
𝑘∈𝐾 𝑎𝑐𝑘

𝑛
ln

∑︀
𝑘∈𝐾 𝑎𝑐𝑘

𝑛
.

Тогда однородность кластеризации оценивается как

ℎ =

⎧⎨⎩1, 𝐻(𝐶|𝐾) = 0

1 − 𝐻(𝐶|𝐾)
𝐻𝐶

, 𝐻(𝐶|𝐾) ̸= 0

Если все кластеры представлены элементами только одного класса, однородность будет
равна 1, чем больше классов представлено в кластере, тем ближе однородность к 0. Именно
такую величину мы хотим оценивать для тем одного уровня: документы темы должны по
возможности принадлежать одной смысловой категории.

Предположим, что для каждого документа коллекции известен класс, которому он
принадлежит. Это свойство может выполняться только для простых коллекций, в кото-
рых каждый документ монотематичен. Тематическая модель все равно будет иметь воз-
можность отнести документ к нескольким темам. Обозначим 𝑎𝑐𝑘 =

∑︀
𝑑∈𝑘 𝜃𝑐𝑑 — обобщение

обозначения 𝑎𝑐𝑘 на случай мягкой кластеризации, то есть такой, когда документ может от-
носиться к нескольким темам-кластерам. Тогда по формулам, приведенным выше, можно
оценить однородность темы. Однородность уровня модели будет определяться как средняя
однородность тем этого уровня. Матрицы Θ для промежуточных уровней иерархии можно
вычислить по формуле (23).

Коллекция документов. Эксперименты проводились на коллекции школьных кон-
спектов, скачанных с сайта, помогающего школьникам готовиться к ЕГЭ. В коллекции
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1491 документ, 27263 слов. Коллекция лемматизирована и приведена к виду матрицы ча-
стот слов.

Во всех экспериментах строится трехуровневая иерархия с количеством тем на уровнях
1, 10, 30, регуляризация не применяется.

Для каждого документа известен класс — школьный предмет, к которому относится
конспект. Эта информация используется для оценки однородности тем.

Изучение влияния разреживания матриц терминов в темах на качество моде-

ли. На качество модели оказывают влияние два параметра разрежвания — коэффициент
𝑝 и номер итерации, с которого модель начинают разреживать. Проведены две серии экс-
периментов. В первой серии (рис.3) параметр фиксирован 𝑝 = 2, а разреживание модели
начинается с 10, 20, 30, 40 итерации. Все модели строились из одинакового начального
приближения.
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Рис. 3: Исследование влияния стартовой итерации разреживания на качество модели. По
оси абсцисс — номер итерации алгоритма обучения, по оси ординат — метрика качества.
Синяя, зеленая, красная и голубая линии соответствуют разреживанию с 10, 20, 30 и
40 итераций соответственно. В модели 3 уровня, 1/10/30 тем. На плотность графа
регуляризатор не влияет, поэтому графики для этого критерия не приводятся.

Разреживание уменьшает правдоподобие, но через несколько итераций оно вновь на-
чинает расти. Итоговое правдоподобие разреженной модели ниже правдоподобия простой
модели, однако чем позже начинается разреживание, тем выше в итоге поднимается ln𝐿.
Аналогично происходит с когерентностью: при более позднем разреживании итоговая мо-
дель получается более интерпретируемой. Однородность сильно падает из-за разрежива-
ния, хотя также чуть-чуть увеличивается при более позднем разреживании.

Приведем примеры нескольких тем последнего уровня для разных значений стартовых
итераций разреживания, жирным шрифтом выделены фоновые, часто встречающиеся во
всей коллекции слова:
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10 при, энергия, изменение,
магнитный, заряд, волна,
свойство, линия, расстоя-
ние

дело, император, идея, ор-
ган, там, поздно, николай,
философский, читать

a, x, b, следующий, фор-
мула, х, прямой, f, ноль

20 при, можно, энергия,
через, направление, поле,
магнитный, заряд, волна

дело, где, император,
смерть, реформа, хоро-

ший, сын, орган, там

a, x, b, получать, пример,
уравнение, х, равный, сле-

дующий

30 энергия, направление,
поле, магнитный, заряд,
электрический, волна,
линия, проводник

царь, император, смерть,
александр, реформа, сын,
восстание, там, дело

a, x, b, равный, выраже-
ние, формула, дробь, ко-
рень, ноль

40 поле, магнитный, заряд,
электрический, волна, на-
правление, линия, провод-
ник, электромагнитный

царь, император, смерть,
александр, реформа, цер-
ковь, правление, сын, вос-
стание

a, b, выражение, дробь, ко-
рень, sin, степень, форму-
ла, cos

В темах последних двух моделей фоновые слова появляются значительно реже.
Во второй серии экспериментов (рис. 6) фиксирована стартовая итерация разрежи-

вания, равная 30, а параметр 𝑝 ∈ {1.1, 1.5, 2, 5}. Все модели строились из одинакового
начального приближения.
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Рис. 4: Исследование влияния коэффициента 𝑝 разреживания на качество модели. По оси
абсцисс — номер итерации алгоритма обучения, по оси ординат — метрика качества.
На плотность графа регуляризатор не влияет, поэтому графики для этого критерия не
приводятся.

Чем больше коэффициент разреживания, тем ниже итоговое значение правдоподобия и
однородности тем. С когерентностью зависимость не монотонная: при 𝑝 = 1.5 достигается
оптимум когерентности, причем если для очень большого и очень маленького значения
параметра когерентность стабилизируется, то для оптимального значения она продолжает
расти.
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Выведем таблицу тем. Модели первой и второй серий экспериментов строились из раз-
ных начальных приближений, и темы в них, вообще говоря, разные. Для демонстрации
найдены похожие темы на те, которые были выбраны в первой серии:
1.1 поле, магнитный, в, ток,

быть, линия, электромаг-
нитный, свет, индукция

в, и, империя, на, кото-

рый, быть, с, свой, рос-
сия

число, на, и, в, кото-

рый, быть, например,
не, цифра

1.5 ток, поле, магнитный, свет,
линия, проводник, элек-
тромагнитный, индукция,
поток

империя, российский, им-
ператор, россия, правле-
ние, внешний, фактически,
александр, i

число, единица, делиться,
обозначать, натуральный,
простой, записывать, деле-
ние, цифра

2 ток, поле, магнитный, свет,
линия, проводник, элек-
тромагнитный, поток, ин-
дукция

российский, империя,
внешний, император,
начинаться, александр,
правление, фактически,
вступать

число, например, едини-
ца, обозначать, стоять, де-
литься, д, класс, натураль-
ный

5 поле, магнитный, вызы-

вать, свет, постоянный,
линия, проводник, откры-
вать, вокруг

после, со, смочь, россий-
ский, империя, внешний,
император, борьба, вели-
кий

число, например, без,
название, класс, единица,
обозначать, делиться, д

Таким образом, 𝑝 = 1.5 можно считать оптимальным.

Исследование влияния разреживания графа на качество модели Аналогичные
эксперименты были проведены с разреживанием матрицы Ψ1. В третьей серии эксперимен-
тов разреживание начиналось с 10, 30, 50 и 70 итераций. Все модели строились из одного
начального приближения. Разреживание распределений над терминами не производилось.

При любой стартовой итерации разреживания графа он в какой-то момент становился
деревом. Так происходит из-за того, что в коллекции все документы монотематичны. Боль-
шие номера стартовых итераций увеличивают однородность тем промежуточного уровня,
но не сильно.

Можно сделать вывод, что разреживание тематического графа можно начинать с 50
итерации для данной коллекции.

В четвертой серии экспериментов перебираются те же значения коэффициента разре-
живания, что и во второй.

Для любого, даже очень маленького, коэффициента разреживания существует номер
итерации, с которого граф принимает вид дерева. Для однородности это утверждение не
верно: этот критерий меньше для 𝑝 = 1.1 и одинаковый для других 𝑝.
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Рис. 5: Исследование влияния стартовой итерации разреживания графа на качество мо-
дели. По оси абсцисс — номер итерации алгоритма обучения, по оси ординат — метрика
качества. На правдоподобие, когерентность и однородность последнего уровня регуляри-
затор не влияет, поэтому графики для этих критериев не приводятся.
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Рис. 6: Исследование влияния коэффициента 𝑝 разреживания графа на качество модели.
По оси абсцисс — номер итерации алгоритма обучения, по оси ординат — метрика каче-
ства. На правдоподобие, когерентность и однородность последнего уровня регуляризатор
не влияет, поэтому графики для этих критериев не приводятся.

Поскольку разреживание графа не портит другие показатели и при этом делает иерар-
хию более похожей на дерево, сделаем вывод, что оно положительно влияет на модель.

Отметим, что без применения разреживания граф также становится похожим на дерево
в том смысле, что большинство значений в матрицах Ψ𝑙 малы относительно максимальных
значений в столбцах и строках, но не равны нулю.
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4.4 Выводы

Подытожим основные выводы этого раздела:

1. Благодаря совмещению в единой вероятностной модели лучших черт уже существу-
ющих подходов удается построить тематическую иерархию, удовлетворяющую всем
требованиям, включая желаемые, однако без одного необходимого — требования мас-
штабируемости.

2. С помощью эвристического приема разреживания распределений над терминами уда-
ется сделать темы более интерпретируемыми и понятными для человека, однако при
этом ухудшаются правдоподобие модели и качество кластеризации.

3. В результате применения эвристического приема разреживания графа он практиче-
ски превращается в дерево, при этом другие показатели качества модели не ухудша-
ются.

4. Разреживание модели лучше начинать после того, как модель достаточно хорошо
сошлась. Можно применять стандартный параметр разреживания 𝑝 = 2.

5 Экспериментальное сравнение двух предложенных под-

ходов

Коллекции. Сравнение двух подходов производилось на двух коллекциях. Первая —
коллекция школьных конспектов. Вторая коллекция — набор текстовых записей видеолек-
ций, скачанных с сайта Постнаука2. В коллекции 1728 документов, 38467 слов. Коллекция
лемматизирована и приведена к виду мешка слов. Кроме того, из словаря исключены
предлоги, в отличие от коллекции школьных конспектов.

На обеих коллекциях строится иерархия с 2 уровнями, 10 и 30 тем. Для иерархии,
которая строится вторым методом, также добавляется корневая тема.

Критерии качества. Сравнение производится по четырем критериям: усредненная по
всем темам когерентность, плотность матрицы перехода между уровнями:

𝐺2 =
1

|𝑇 ||𝑆|
∑︁
𝑡

∑︁
𝑠

[𝜓𝑡𝑠 > 𝜖],

2http://postnauka.ru
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плотность распределений терминов в темах:

𝐺3 =
𝐿∑︁
𝑙=1

∑︁
𝑠𝑙∈𝑆𝑙

∑︁
𝑤∈𝑊

[𝜑𝑙𝑤𝑠𝑙 > 0]

и время обучения модели. Порог 𝜖 вводится по той причине, что хотя в процессе обучения
ни один элемент матрицы Ψ не обнулится, если не применять разреживание Ψ, многие
значения в ней будут близки к нулю, и такие ребра не будут показываться в навигаторе.
В экспериментах принимается 𝜖 = 0.05.

Описание и результаты эксперимента. Для построения модели с регуляризатором
связи уровней был выбран регуляризатор матрицы Φ, так как он лучше показал себя в
экспериментах. На каждой коллекции построено две модели: с регуляризатором Φ и еди-
ная генеративная модель. Для обучения каждой модели сначала выполняется 25 итераций
без разреживания, затем 25 итераций с разреживанием распределений терминов в темах.
Для ARTM коэффициент регуляризации выбирается таким, при котором темы получают-
ся наиболее интерпретируемы. Для единой модели параметр разреживания в соответствии
с результатами предыдущих экспериментов устанавливается 𝑝 = 2. Параметр при регуля-
ризаторе связи уровней 𝜆 = 103 выбран из эвристических соображений.

Эксперименты проводились на ноутбуке с ОС Windows8.1, процессором Intel Core i7,
тактовой частотой 2400 МГц, 8 Гб ОЗУ. Обучение обеих моделей реализовано на языке
python2.7.

Результаты сравнения на коллекции школьных конспектов:
Ср. когерентность Плотность Ψ Ср. плотность Φ Время обучения

ARTM с рег. Φ 1.166 0.129 0.056 10 мин. 22 с

Единая модель 1.223 0.433 0.049 30 мин. 34 с

Результаты сравнения на коллекции материалов Постнауки:
Ср. когерентность Плотность Ψ Ср. плотность Φ Время обучения

ARTM с рег. Φ 1.253 0.146 0.055 17 мин. 14 с

Единая модель 1.007 0.46 0.057 31 мин. 59 с

Анализ результатов. На коллекции школьных конспектов вторая модель показывает
чуть лучшую интерпретируемость тем по критериям когерентности и плотности распреде-
лений. На второй коллекции ARTM показывает значительно лучшую когерентность. При-
чина расхождения в том, что в словаре первой коллекции присутствует много служебных
слов, и вторая модель собирает их в корневой теме. В ARTM реализовать корневую тему
нельзя, потому что тематическая модель с одной темой не имеет смысла. На коллекции с
предварительно фильтрованным словарем ARTM строит более интерпретируемые темы.
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Первая модель строит гораздо более разреженный, а значит, удобный для пользователя
граф, чем вторая. Кроме того, она обучается в 2—3 раза быстрее второй.

Таким образом, ARTM с регуляризатором связи уровней строит более удобные для
составления тематического навигатора модели.

6 Заключение

В работе рассмотрена задача автоматического построения иерархических тематических
моделей, на основе которых удобно составлять интерактивные навигаторы по коллекции.
Это свойство модели формализовано в виде требований к ней. Изучены существующие
методы построения иерархий, в каждом из которых понятие иерархической модели трак-
туется по-своему, и ни одно из них не удовлетворяет всем введенным требованиям. Для
решения задачи предложены два подхода: первый — нисходящий, строящий иерархию от
крупных тем к узко специализированным, второй — настраивающий параметры всех уров-
ней одновременно. Экспериментально показано, что первый подход больше подходит для
составления иерархических тематических навигаторов.

Оба подхода позволяют строить иерархии с разреженными темами, допускающие мно-
жественное наследование тем и предоставляющие средства разреживания тематического
графа. В отличие от первого подхода, единая генеративная модель позволяет добавлять
в граф иерархии корневую вершину; это важно, если в словаре присутствует много слу-
жебных слов. Кроме того, эта модель более гибкая: из нее можно извлекать различные
представления списков документов и терминов темы. В ARTM также можно создать от-
дельную тему, собирающую слова общей лексики, однако для этого придется настраивать
несколько дополнительных гиперпараметров модели. В целом построение единой модели
более автоматизировано: необходимо задать только количество тем на каждом уровне и
траекторию разреживания; в ARTM нужно также указывать коэффициенты регуляриза-
ции. С другой стороны, в ARTM модель строится быстрее.

К сожалению, невозможно удовлетворить все возможные пожелания к модели. Такие
приоритеты, предложенные в других работах, как автоматическое выделение словосочета-
ний, независимость настраиваемых параметров от начального приближения, автоматиче-
ское определение количества уровней, возможность достраивания модели при добавлении
в коллекцию новых документов не учитываются в предложенных подходах. С другой сто-
роны, такие идеи, как автоматическое настраивание количества тем на уровне или возмож-
ность коррекции иерархии по указанию эксперта реализуемы в первой модели благодаря
широким возможностям регуляризации в ARTM.

Напоследок отметим, что несмотря на многообразие подходов к построению темати-
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ческих иерархий, до сих пор остается открытым вопрос их автоматического оценивания.
Для проверки качества модели приходится вводить несколько критериев качества, но они,
тем не менее, не покрывают всех свойств, которыми должна обладать удобная и понят-
ная человеку иерархия. Наиболее правильным в литературе считается способ экспертного
оценивания моделей, однако это наиболее ресурсозатратный метод.

На защиту выносятся следующие результаты:

1. Предложены две нисходящие стратегии построения тематической иерархии с исполь-
зованием регуляризатора связи уровней.

2. Предложена иерархическая вероятностная тематическая модель текстовой коллек-
ции, основанная на сумме глубоких матричных разложений.

3. Предложена методология оценивания качества тематических иерархий.
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