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Аннотация

В работе решается проблема порождения глобальной ранжирующей функ-

ции в задаче информационного поиска. Требуется найти такую ранжирующую

функцию, которая определяла бы релевантность различных документов посту-

пающим запросам. Ранжирующая функция определяется как суперпозиция за-

данных элементарных функций. Для решения задачи поиска суперпозиции гло-

бальной ранжирующей функции используется метод структурного обучения —

метод восстановления структуры объекта по его описанию. Для обучения мето-

да структурного обучения получена выборка "подколлекция-модель"с помощью

генетического алгоритма над множеством элементарных функций. Рассматри-

вается ряд методов прогнозирования структуры функции по матрице вероятно-

сти переходов, их работа тестируется на синтетических данных. Найденная гло-

бальная ранжирующая функция тестируется при помощи функционала MAP

на полной коллекции документов. Для проведения эксперимента используется

выборка, состоящая из множеств коллекций документов конференции EURO

2010.

Ключевые слова: структурное обучение, ранжирующая функция, нелиней-

ные модели, индуктивное порождение, информационный поиск.
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Введение

Актуальность темы. Во многих задачах информационного поиска необходимо,

получая на вход запрос, сформировать выборку документов, возвращаемых в по-

рядке убывания релевантности данному запросу. Для формирования такой выбор-

ки необходима процедура оценки релевантности документов. Один из методов та-

кого оценивания — использование ранжирующей функции. Ранжирующая функция

определяется на признаках пары “документ-запрос” и согласно этим признакам фор-

мирует оценку релевантности запросу соответствующего документа. Таким образом,

присваивая каждому документу релевантность, функция формирует выборку, соот-

ветствующую получаемому запросу.

Существующие ранжирующие функции делятся на два типа: либо они были

предложены эвристически, либо были получены с помощью некоторого переборно-

го алгоритма. Для ранжирующих функций первого типа не доказана их оптималь-

ность. Алгоритмы поиска ранжирующих функций имеют значительную вычисли-

тельную сложность в связи с необходимостью перебора большого числа моделей. В

связи с этим, такие алгоритмы имеют жетские ограничения на структурную слож-

ность функции. Кроме того, многие алгоритмы находят лишь локально оптимальные

ранжирующие функции, которые не могут быть обобщены для больших коллекций

документов.

Цель работы. Предложить метод прогнозирования глобально оптимальной ран-

жирующей функции для коллекции документов, опираясь на известные прецеденты

выбора ранжирующих функций для подколлекций документов.

Методы исследований. Для достижения поставленных целей использованы ме-

тоды регрессионного анализа, структурного обучения, информационного поиска.

Для программной реализации разработанного алгоритма прогнозирования глобаль-

ной ранжирующей функции использовалась среда MATLAB.

Основные положения, выносимые на защиту.

• Метод прогнозирования структуры суперпозиции функции;
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• метод динамического программирования поиска оптимального дерева суперпо-

зиции.

Научная новизна.

• Предложен алгоритм прогнозирования ранжирующей функции;

• предложен новый метод записи структуры суперпозиции функции;

• предложены методы поиска оптимального дерева суперпозиции в матрице ве-

роятностей переходов.

Практическая ценность. Разработан программный модуль, который:

• находит ранжирующие функции для подколлекций документов, используя ге-

нетический алгоритм MVR;

• оценивает вероятности наличия в глобальной ранжирующей функции элемен-

тарных функций;

• прогнозирует структуру глобальной ранжирующей функции;

• иллюстрирует результаты.

Публикации по теме.

1. Варфоломеева А.А. Локальные методы прогнозирования с выбором метри-

ки // Машинное обучение и анализ данных, 2012. Т.1, Вып. 3. Стр. 367–375.

2. Варфоломеева А.А., Стрижов В.В. Алгоритм разметки библиографических

списков методами структурного обучения // Информационные технологии,

2014, Вып. 7. Стр. 11–15.

Обзор литературы. Наиболее известные подходы к нахождению ранжирующих

функций основыаются на теоретических соображениях. Такие эвристические функ-

ции дают качественные оценки релевантности [1–6], однако было показано существо-

вание ранжирующих функций, результат которых в среднем лучше традиционно

используемых функций на случайной коллекции [7].
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В работе [7] использовался переборный алгоритм поиска ранжирующих функ-

ций. Они представлялись в виде суперпозиции элементов заданной грамматики — на-

бора порождающих функций и переменных. В качестве переменных использовались

признаками пары документ-запрос. Однако из-за высокой вычислительной сложно-

сти переборного алгоритма в работе [7] на сложность суперпозиции были наложены

низкие ограничения: рассматривались суперпозиции, состоящие из не более чем 8

элементов грамматики.

Другим подходом к поиску функциональной зависимости по набору исходных

данных является символьная регрессия [8]. Джон Коза предложил реализацию этого

метода с помощью аналога генетического алгоритма [9]. Иван Зелинка предложил

дальнейшее развитие этой идеи [10], получившее название аналитического програм-

мирования.

Алгоритм построения математической модели в аналитическом программирова-

нии выглядит следующим образом: задан набор элементарных функций (например,

степенная функция, +, sin, tan и др.), из которых можно строить различные фор-

мулы. Начальный набор формул строится либо произвольным образом, либо на базе

некоторых предположений эксперта. Затем на каждом шаге производится оценка

каждой из формул согласно некоторой функции качества. На базе этой оценки у ча-

сти формул случайным образом заменяется одна элементарная функция на другую

(например, sin на cos или + на ×), а у некоторой другой части происходит взаимный

попарный обмен подвыражениями. Данный подход может быть описан в терминах ге-

нетического алгоритма: каждый индивид является формулой, изображенной в свою

очередь в виде дерева. Тогда набор формул, существующий в определенный момент,

представляет собой одно поколение. При этом хромосомы представляются поддере-

вьями, и, в отличие от классического генетического алгоритма, могут быть различ-

ного размера (длины). Описанный выше обмен подвыражениями представляет со-

бой в этом случае генетическое скрещивание, замена одной элементарной функции

у некоторых деревьев — мутацию. При этом возникает ряд сложностей, связанных

с областями определения и арностями элементарных функций, записанных в узлах

дерева. Данный метод фактически является ненаправленным поиском и перебира-

ет большое количество неподходящих деревьев до того момента, как приблизится к
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оптимуму.

Модификация этого метода предложена в работах [11, 12], где с помощью про-

верки на наличие тождественных деревьев значительно сокращался объем перебора.

Генетические алгоритмы также получили распространение в задачах информа-

ционного поиска. Ранее было предложено использовать этот подход к поиску оп-

тимального описания документов при индексировании [13, 14], при решении задачи

кластеризации документов, ко-релевантных для множества запросов [15, 16]. Также

генетические алгоритмы использовались для настройки параметров запросов [17,18],

для нахождения множества ключевых слов для бинарного векторного описания до-

кумента [19], для нахождения оптимальных коэффициентов для линейной суперпо-

зиции ранжирующих функций [20,21].

В задаче поиска ранжирующей функции генетические алгоритмы также были

использованы в работах [22, 23], однако в них не накладывались регуляризаторы

на функцоналы качества модели, в результате чего получаемые модели имели из-

лишнюю сложность и были неинтерпретируемыми. Кроме того, было показано, что

генетический алгоритм порождения моделей имеет свойство застревать в локальных

минимумах — с некоторого момента все модели популяции очень "похожи"друг на

друга, и алгоритм не может сгенерировать новые.

Альтернативой аналитическому программированию можно считать подход обу-

чения в глубину (Deep Learning) [24, 25]. Этот подход заключается в иерархическом

представлении данных, в котором на нижнем уровне находятся сам набор данных, а

на каждом уровне выше — более абстрактное его представление, которое представля-

ет собой некую скрытую комбинацию из данных, найденных раннее. Так, например,

метод получил широкое распространение в обработке и классификации изображе-

ний. Набором данных является матрица яркости пикселей некоторого изображения,

на следующем уровне — данные о выраженных геометрических закономерностях на

изображении (отрезки, кривые, окружности), на более высоких уровнях иерархии —

более сложные и абстрактные выявленные закономерности. В основном, для поиска

таких представлений используется нейронная сеть с большим количеством скрытых

слоев [26]. В случае изображений [27], когда большое значение имеют локальные при-

знаки, сеть содержит много сверточных слоев, осуществляющих поиск именно таких
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признаков. При использовании методов обучения в глубину для обработки изобра-

жений, нейронная сеть обучается, получая на вход и на выход одинаковый набор

данных, после чего каждый из уровней сети представляется как информация о дан-

ных на определенном уровне абстракции. Также значения на некотором слое сети

могут использоваться как набор признаков данного изображения для последующей

классификации. Однако в задачах поиска функциональной зависимости этот метод

пока слабо распространен в силу того, что сложно учитывать и описать ограничения

на построение дерева суперпозиции во внутренних слоях сети.

В данной работе для поиска ранжирующей функции предлагается рассмотреть

метод, основанный на прогнозировании структуры функциональной зависимости.

Предполагается, что функциональная зависимость существенно нелинейна и, анало-

гично описанному выше, является суперпозицией элементарных функций. При этом

делается ограничение на максимальную сложность модели. Дерево суперпозиции

представляется в виде матрицы. В таком виде задача сводится к задаче структурного

обучения, описанной, например, в [28–30]. Методы структурного обучения решают за-

дачу нахождения структуры или зависимости, имеющейся внутри исходных данных.

Например, метод широко применим для синтаксического разбора предложений [31]:

на вход алгоритма подается предложение, на выход алгоритм должен предоставить

дерево синтаксического разбора. Также методы структурного обучения использу-

ются в области компьютерного зрения: в работе [32] решается задача определения

глубины нахождения объекта на изображении, т.е. алгоритм строит граф, первый

слой которого отвечает за объекты, наиболее близкие к объективу, второй слой —

за объекты, находящиеся за первыми, и так далее. В работе [33] методы прогнози-

рования структуры были использованы для разметки библиографических списков.

Как видно, именно методам структурного обучения свойственно работать с данны-

ми, имеющими ограничения сложного вида на выходе. При этом стоит отметить, что

указанное выше ограничение на максимальную сложность модели не является таким

строгим, как в случае полного перебора, так как методы структурного обучения не

являются переборными, за счет чего имеют намного меньшую сложность.
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1 Постановка задачи

Постановка задачи разбивается на две части — получение выборки для алгоритма

структурного обучения и поиск глобальной ранжирующей функции с помощью най-

денной выборки.

1.1 Получение выборки

Задана выборка документов = {di}Ni=1, где N — общее число документов. Задано

множество запросов к этой коллекции Q = {qi}|Q|i=1. Также задано разбиение коллек-

ции C на подколлекции Ck ⊆ C. Для каждого документа dj и запроса qi экспертно

заданы ранги релевантности документов hij:

hij : qi × dj → Y = {0, 1, ∅},

где 1 соответствует релевантному документу для данного запроса, 0 — нерелевант-

ному, a ∅ означает, что экспертная оценка не проставлена.

Введем переменную x — нормализованную частоту встречаемости слова w в

документе d, и переменную y — нормализованную частоту встречаемости слова w в

коллекции:

xdw = twd log
(
1 + c · lavg

ld

)
,

yw =
Nw

N
,

где w — одно из слов запроса q, Nw — количество документов в коллекции, содержа-

щих w, N — общее число документов в коллекции, twd — частота вcтречаемости слова

w в документе d, ld — длина документа в коллекции, lavg — средняя длина документа

в коллекции, c — некоторая константа.

Задано множество G порождающих функций. Для каждой функции g : R× . . .×

R→ R из набора G определены её арность v = v(g), области определения и значений:

dom(g), cod(g). Известно множество F суперпозиций порождающих функций, при

этом заданы правила индуктивного порождения функции f ∈ F :

F = {fs | fs : (ŵk,X) 7→ y, s ∈ N}.

Будем искать модели, наилучшим образом аппроксимирующие функции hij среди

множества суперпозиций F .
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Релевантность данного документа определяется как сумма значений функции

для каждого слова из запроса.

Нужно найти модель fj ∈ F , оптимальным образом аппроксимирующую экс-

пертно заданные ранги для отдельной подколлекции документов Ck. Проверка каче-

ства производится при помощи функционала MAP:

m(f, C,Q) =

|Q|∑
i=1

P (qi)

|Q|
, (1)

где P (qi) — отношение числа релевантных для запроса qi согласно ранжирующей

функции f документов к экспертному числу релевантных документов для этого же

запроса. Таким образом ставится задача максимизации для каждой подколлекции

документов в отдельности:

fj = arg max
f∈F

(m(f, Cj, Q)), (2)

В результате получена выборка Q × Cj → fj, где fj — оптимальная ранжирующая

функция для множества запросов Q к кластеру Cj. Обозначим множество функций

fj через H.

1.2 Структурное обучение

На данном этапе дана выборка Q×Cj → fj. Ставится задача отыскания оптимальной

глобальной для всей коллекции документов C =
⋃

j=1,...,l Cj и запросов Q ранжиру-

ющей функции f из порождаемого множества моделей F = {fs}, где W — простран-

ство параметров, доставляющую минимум заданной функции ошибки, определяемой

ниже.

Необходимо найти такой вектор ŵ параметров метода a : Q × C → f , который

доставлял бы минимум ошибки S:

ŵ = arg min
w∈W

S(w | H,Q× C). (3)

В качестве функции ошибки S используется сумма квадратов регрессионных

остатков:

S(w | H,Q× C) =
l∑

i=1

‖ a(w | Q× Ci)− fi ‖2, (4)

где l — общее число кластеров. Качество полученной функции для всей коллекции

также тестируется при помощи функционала MAP.
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Рис. 1: Пример дерева суперпозиции f = sin(x) + (ln x)x.

1.3 Способ задания структуры суперпозиции

Каждой суперпозиции f ставится в соответствие дерево Γf вида (рис.1), строящееся

по следующим правилам:

• корнем дерева является специальный символ “ * ”, имеющий одну дочернюю

вершину;

• в остальных вершинах Vi дерева Γf находятся соответствующие порождающие

функции gi из набора G;

• число дочерних вершин Vj у некоторой вершины Vi равно арности соответству-

ющей функции gi: v = v(gi);

• область определения порождающей функции дочерней вершины Vj содержит

область значений функции родительской вершины Vi: dom(gi) ⊃ cod(gj);

• в листьях дерева Γf находятся свободные переменные xi.

Пронумеруем вершины такого дерева по порядку, соответствующему порядку

обхода в ширину, начиная с корня дерева.

Каждому дереву Γf ставится в соответствие бинарная трехиндексная матрица

Z размера s× s× (l+n), где s — максимально допустимая сложность суперпозиции,

l – число элементарных функций набора G, n = 2 — число свободных переменных
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функции. Объединим набор элементарных функций G и набор свободных перемен-

ных xi, i = 1, . . . , n в одно множество G∗ = G ∪ {xi, i = 1, . . . , n}, и пронумеруем

элементы этого нового множества.

Элементы матрицы Z отвечают за наличие ребра между двумя вершинами в

дереве. Первый индекс матрицы отвечает за номера вершин, являющихся началом

ребра, т.е. относящимся к родительской вершине. Второй индекс матрицы отвечает

за номера вершин, являющихся концом ребра в дереве. По третьему индексу матри-

цы определяется та элементарная функция gs или свободная переменная xi, которая

находится на конце данного ребра: по индексу выбирается элемент из пронумерован-

ного множества G∗. Например, если Z(i, j, k) = 1, это значит что в дереве существует

ребро (i, j), и j-ая вершина отвечает за k-ый элемент из множества G∗.

На матрицу Z по построению накладываются следующие ограничения:

• для фиксированного первого индекса i в срезе матрицы

Zi = Z(i, j, k), j = 1, . . . s, k = 1, . . . l + n содержится либо количество единиц,

равное арности v = v(gr) элементарной функции gr, записанной в вершине i,

либо ноль;

• для фиксированного второго индекса j в срезе матрицы

Zj = Z(i, j, k), i = 1, . . . s, k = 1, . . . l + n может содержаться только одна едини-

ца (у вершины в дереве только один родитель);

• матрица Z — верхне-треугольная с нулевой диагональню по первым двум ин-

дексам, т.е. ∀i = 1, . . . , s, ∀j 6 i,∀k = 1, . . . l + n : Z(i, j, k) = 0.

Обозначим для удобства множество матриц, удовлетворяющих данным услови-

ям какM.

1.4 Уточнение постановки задачи структурного обучения

Поскольку по матрице из множестваM можно однозначно восстановить суперпози-

цию функции, задача прогнозирования суперпозиции f сводится к поиску матрицы

Zf из множестваM, максимизирующей вероятность переходов в дереве суперпози-
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ции:

Zf = arg max
Z∈M

∑
i,j,k

Pijk × Zijk, (5)

где матрица вероятностей переходов P определяется с помощью векторной логисти-

ческой регрессии с функцией ошибки, соответствующей гипотезе порождения дан-

ных биномиальным распределением.

2 Генетический алгоритм порождения моделей

Для поиска ранжирующих функций, оптимальных для каждой подколлекции в от-

дельности, будем использовать генетический алгоритм. Для каждой подколлекции

Ci и множества запросов Q имеем набор значений переменных x и y, определяющих

пару “документ — запрос”. Фиксируем грамматикуG, состоящую из переменных двух

типов и порождающих функций — унарных и бинарных. Функция f , аппроксимиру-

ющая искомую ранжирующую функцию hi, ищется в виде суперпозиции элементов

грамматики.

Используется генетический алгоритм порождения моделей, являющийся обоб-

щением алгоритма из [22] на случай параметрических моделей. На первой итерации

создаётся некоторое начальное множество случайных моделей и некоторых моделей

из множеств F и T . Опишем итерацию алгоритма:

1. Выбирается некоторое подмножество моделей, лучших в смысле функционала

качества MAP.

2. Если лучшая модель среди выбранных удовлетворяет требуемой точности, то

алгоритм заканчивается на этом шаге.

3. Используем алгоритм cross-mutation для порождения новых моделей из множе-

ства имеющихся. Формируем новое множество моделей. Повторяем итерацию.

3 Решение задачи структурного обучения

Пусть с помощью векторной логистической регрессии найдена матрица вероятностей

переходов Pf . Ставится задача отыскания матрицы Zf из допустимого множества
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матриц M, удовлетворяющей условию 5. Для этого разобьем матрицу Pf на два

блока. Блок P ′s×s×l:

P ′ijk = p(vi → vj, vj = gk)

отвечает за вероятности переходов между порождающими функциями. Блок P ′′s×s×n:

P ′′ijk = p(vi → vj, vj = xk)

содержит значения вероятностей перехода от порождающих функций к независимым

переменным. Введем понятия открытой вершины. Назовем вершину дерева vi — от-

крытой, если она относится к порождающей функции, и существует вершина, явля-

ющаяся для вершины vi родительской, но у вершины vi нет дочерних вершин:

(i ≤ l)&(∃j : (j, i) = 1)&(@k : (i, k) = 1).

3.1 Жадный алгоритм прогнозирования структуры модели

Зададим значение K — максимально допустимую сложность суперпозиции. Опишем

"жадную"процедуру построения оптимального дерева Γ̂f .

• На нулевом шаге процедуры объявляем корень дерева открытым: i = 1.

• Пока количество вершин дерева не превышает K, повторяем:

1. выбираем максимальные вероятности переходов cijk = max
j=1,...,s,k=1,...,l+n

Pijk

для всех открытых вершин i;

2. достраиваем матрицу из условия максимизации вероятности перехода:

(j∗, k∗) = arg max
(j,k)

cijk, Z(i, j∗, k∗) = 1;

3. добавляем j∗ к списку открытых вершин, если (i, j∗, k∗) ∈ P ′;

• если количество единиц превышает K, ставим в соответствие всем открытым

вершинам независимые переменные: (j∗, k∗) = arg max
(j,k)

P ′′ijk, Z(i, j∗, k∗) = 1 для

всех i-открытых.

Процедура может быть прервана, если множество открытых вершин пусто, но

сложность суперпозиции еще не превысила заданную максимальную сложность K.

В таком случае построенная оптимальная суперпозиция будет иметь меньшую слож-

ность.

14



3.2 Модификация жадного алгоритма прогнозирования струк-

туры модели

В отличие от предыдущего метода, который на каждой итерации сохраняет только

один лучший вариант построения дерева, в данном методе будем хранить на каждом

шаге некоторое множество лучших деревьев-кандидатов. На каждой итерации ал-

горитма рассматриваются способы достроить каждое из деревьев-кандидатов, после

чего сохраняются и переходят на следующую итерацию только лучшие из достроен-

ных деревьев.

Опишем алгоритм более формально. Зададим значение K — максимально допу-

стимую сложность суперпозиции. Также требуется задать R — поддерживаемое чис-

ло оптимальных суперпозиций. Будем поддерживать R лучших деревьев-кандидатов

Zr, r = 1, ..., R.

• Объявляем корень дерева открытым: i = 1.

• Пока количество вершин дерева не превышает K, повторяем:

1. дла каждого дерева-кандидата Zr для всех открытых вершин i сортируем

по убыванию вероятности переходов из них P r
ijk, j = 1, . . . , s, k = 1, . . . , l+n,

запишем R лучших значений как Tir = {P r
irjk, j = 1, ..., s, k = 1, . . . , l + n},

|Tir | = R и вершины, соответствующие этим значениям;

2. соединяем все отобранные лучшие вероятности переходов Tir , выбираем

из них только R лучших значений и соответствующие им новые вершины

деревьев-кандидатов (jr, kr), r = 1, . . . , R;

3. достраиваем деревья-кандидаты, используя найденные лучшие варианты:

для каждого нового перехода Tir берем отвечающее ему дерево-кандидат

Zr и достраиваем его: Zr(ir, jr, kr) = 1;

4. добавляем jr к списку открытых вершин для матрицы Zr,

если (ir, jr, kr) ∈ P ′;

• если количество единиц превышает K, для новых переходов рассматриваем

только независимые переменные, т.е. только блок матрицы P ′′.
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Также, как и в предыдущем случае, процедура может быть прервана заранее,

если множество открытых вершин пусто, и не достигнута максимально допустимая

сложность суперпозиции K.

3.3 Метод динамического программирования для прогнозиро-

вания структуры модели

Назовем дерево недостроенным, если его множество открытых вершин не пусто.

Пусть есть некоторое недостроенное дерево суперпозиции Γ, с ненулевым числом

открытых вершин. Мы хотим достроить дерево оптимальным с точки зрения дина-

мического программирования способом. Для этого,фиксируя одну из этих открытых

вершин с номером j∗ и хранящейся в ней функции k∗, будем искать оптимальные

деревья, для которых j — корень.

Опишем рекурсивную процедуру поиска оптимальной структуры поддерева с

вершиной в точке j F indOptTree(j, k). Процедура FindOptTree(j, k) просматривает

все возможные переходы из заданной вершины j. Для каждого перехода в вершину

j1 процедура оценивает вероятность поддерева, начинающегося в j, содержащего

данный переход (j, j1) и продолжающегося оптимальным поддеревом из вершины j1,

т.е.рекурсивно вызывая себя из конечной вершины перехода.

Более формально, если eсть некоторое недостроенное дерево Γ, ему соответ-

ствует матрица Z, и процедура вызывается в одной из его открытых вершин

FindOptTree(j∗, k∗);

• eсли k∗ — независимая переменная, то процедура завершена, возвращаем

(pj∗ = 1, Z = Z);

• eсли k∗ — элементарная функция, то:

• для всех возможных переходов из j∗ (j∗, j, k), j = j∗ + 1, . . . , s, k = 1, . . . , l + n

1. считаем (pj, Zj) = FindOptTree(j, k);

2. возвращаем новую вероятность поддерева

pj∗ = max
j=j∗+1,...,s,k=1,...,l+n

P(j
∗, j, k) ∗ pj
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3. достраиваем возвращаемую матрицу Z = Zj, Z(j∗, j′, k′) = 1, где

(j′, k′) = arg max
j=j∗+1,...,s,k=1,...,l+n

P(j
∗, j, k) ∗ pj.

Заметим, что в данном методе нет контроля за максимально допустимой слож-

ностью суперпозиции.

Для того, чтобы с помощью предлагаемого метода найти дерево суперпозиции

полностью, требуется зафиксировать начальную нулевую матрицу переходов, объ-

явить корень дерева i = 1 открытой вершиной, и вызвать процедуру из этой верши-

ны.

4 Вычислительный эксперимент

4.1 Вычислительный эксперимент на синтетических данных

Для тестирования методов прогнозирования структуры модели была сгенерирована

выборка синтетических данных следующим образом. Экспертно задан набор порож-

дающих функций G, для каждой из которых известны арность функции v = v(g),

области определения и значений: dom(g), cod(g). По набору G было построено конеч-

ное множество суперпозиций F — библиотека функций. Экспертно заданы значения

независимых переменных X. Значения зависимых переменных заданы как

ys = fs(ws,X) + τf ,

где ws — вектор параметров модели, и τf — шумовая добавка.

Для обучения алгоритма векторной логистической регрессии была использована

стандартная нейронная сеть в среде Matlab c двумя скрытыми слоями, имеющая на

выходном слое сигмоидную функцию активации. На вход такой нейросети подается

сгенерированная регрессионная выборка, выходом алгоритма является матрица ве-

роятностей P. Полученная таким образом матрица вероятностей поступает на вход

указанным выше алгоритмам построения оптимального дерева Γ̂f .

Для тестирования качества алгоритмов использовался метод LOO(Leave-One-

Out), по которому множество регрессионных выборок разбивается таким образом,

что в обучении алгоритма использовались все выборки, за исключением одной. Кон-
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Рис. 2: Тестирование методов прогнозирования.

троль проводился на одной оставшейся выборке, для которой по полученному алго-

ритму вычислялось оптимальное дерево суперпозиции Γ̂k и строилась модель f̂k.

На рис.2 изображены результаты тестирования предлагаемых методов. Для на-

глядности, получаемая трехмерная матрица связи переведена в двумерную матрицу

смежности графа — дерева функции. В левой колонке изображен вид исходных мо-

делей, структуру которых требуется прогнозировать. Вторая колонка — истинные

структуры моделей. Три следующие колонки содержат результаты прогнозирования

предлагаемых методов: жадного алгоритма, модификации жадного алгоритма с со-

хранением нескольких лучших моделей, и метода динамического программирования.

Из рис.2 видно, что жадный алгоритм склонен усложнять структуру модели, в

то время как другие методы справляются с моделями малой структурной сложности

лучше.
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4.2 Вычислительный эксперимент на коллекции аннотаций

EURO 2010

Для проверки работы метода прогнозирования структуры ранжирующей функции

была использована коллекция аннотаций к докладам на конференции EURO 2010.

Коллекция содержит 1663 документа, которые распределены по 24 областям (areas)

и 178 направлениям (streams). В качестве документов использовались тексты анно-

таций, в качестве запросов к ним — названия докладов. Текст считался релевантен

запросу, если данный документ и документ, откуда взято название, являющееся за-

просом, пинадлежат одному направлению. Таким образом была составлена выборка

документов = {di}Ni=1, множество запросов к этой коллекции Q = {qi}|Q|i=1, и для каж-

дого документа dj и запроса qi экспертно заданы ранги релевантности документов

hij:

hij : qi × dj → Y = {0, 1, ∅}.

В качестве разбиения коллекции C на подколлекции Ck ⊆ C использовалась принад-

лежность документа некоторой области. Таким образом, было получено 24 подкол-

лекции документов, 1663 запроса к ним и экспертно заданные ранги релевантности.

С помощью генетического алгоритма порождения моделей был получен ряд

моделей (табл.1). Эти модели использовались для обучения алгоритма структур-

ного обучения, после чего алгоритму подавалась на вход случайная подвыборка

пар “документ-запрос”, и прогнозируемая алгоритмом функция оценивалась с помо-

щью функционала MAP (1). Ряд полученных функций и соответствующих значений

функционала содержится в табл.2. Для прогнозирования структуры суперпозиции

использовался метод динамического программирования.

Заключение

В работе ставится и решается задача поиска ранжирующей функции, определяющей

релевантность документов поступающему запросу. Поставленная задача решается в

два этапа: на первом этапе с помощью генетического алгоритма для подколлекций

документов находятся локально оптимальные ранжирующие функции, после чего

на втором этапе алгоритма эти функции используются для обучения метода струк-
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Таблица 1: Порожденные функции

Номер Символьная запись

1 log x
y

+
√
y

2
√
x− x

3
√
x− expx

4 log x
y∗y

5 log x
y

+
√
x

6 log

√√
x
y

7 x+ y − x2

8 log x
y

+ y

Таблица 2: Спрогнозированные функции

Номер Символьная запись MAP

1 log x+log y
expx

0.321

2
√
x− x 0.308

3
√
x− expx+

√
y − log(x) 0.306

4 log x
y

0.303

5 log x
y∗y 0.302

6 x+ y − x2 0.297

7 log x
y

0.291
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турного обучения, прогнозирующего глобально оптимальную ранжирующую функ-

цию. Предложен ряд методов поиска оптимальной структуры модели по матрице ве-

роятностей перехода. Качество предлагаемых методов прогнозирования структуры

проверено на выборке синтетических данных. Работа метода поиска ранжирующей

функции проиллюстрирована на коллекции аннотаций к докладам на конференции

EURO 2010.
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